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基于深度学习的驾驶员分心行为识别模型

成福朋， 赵　 芸

（浙江科技学院 信息与电子工程学院， 杭州 ３１００２３）

摘　 要： 针对 ＶＧＧ１６ 网络识别驾驶员分心时参数量多、分类准确率低的问题，提出了一种基于多尺度通道的分类模块

ＭＣＡＭ。 分类模块 ＭＣＡＭ 包括 ＭＣＭ 模块和 ＭＳＥ 模块。 ＭＣＭ 模块将卷积特征图分离为 ４ 个子特征图，使用不同的卷积核

对 ４ 个子特征图进行空间信息提取，以期提高分类准确率；ＭＳＥ 模块为改进的通道注意力，其使用一维卷积来改进原始通道

注意力中的全连接层，降低了全连接层大量参数问题。 将 ＭＣＡＭ 嵌入 ＶＧＧ１６ 中，并使用非对称卷积辅助降低参数量。 实验

结果表明，使用 ＭＣＡＭ 模块在 Ｓｔａｔｅ Ｆａｒｍ Ｄｉｓｔｒａｃｔｅｄ Ｄｒｉｖｅｒ 分心数据集上达到了 ９７．５０％的识别准确率，并降低了 ＶＧＧ１６ 网络

的参数量。
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０　 引　 言

据统计数据显示，大约 ２５％的车祸是由于驾驶员

分心造成的［１］。 目前，驾驶员分心检测主要是利用深

度学习方法进行识别。 王冠［２］ 等人根据 Ｈｏｕｇｈ 算法

进行车道线检测和识别，然后使用多点透视算法对驾

驶员头部姿态进行估计，分心行驶识别率达到了

８０．８％。陈军［３］ 等人设计了二级级联网络，训练速度

快，结构特征冗余较少，准确率达到 ９３．３％。 王加［４］

等人采用车辆偏航角以及转向盘转速的标准差作为

辨识特征量，准确率达到 ８５ ％。 Ｅｒａｑｉ［５］ 等人提出了

一种基于深度学习的驾驶员分心检测解决方案，该方

案由卷积神经网络的遗传加权集成组成，证明了使用

遗传算法的加权集成分类器具有更好的分类可信度，

实现了 ９０％的准确率。 白中浩［６］ 等人提出一种基于

图卷积的多信息融合驾驶员分心行为检测方法，准确

率达到 ９３％。 刘伟［７］等人提出一种使用驾驶员局部

定位信息，帮助卷积神经网络识别驾驶员分心驾驶的

方法， 准确率达到 ９６．１０％。 本文基于文献［２０］中的

ＰＳＡ 模 型， 提 出 改 进 的 ＭＣＡＭ （ Ｍｕｌｔｉ － ｓｃａｌｅ
Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ）分类模块，通过加入改

进的注意力机制来提高分类的准确率。

１　 ＭＣＡＭ 分类模块

ＭＣＡＭ 分类模块分为 ＭＣＭ 模块和 ＭＳＥ 模块。
设计 ＭＣＡＭ 分类模块的目的是解决 ＶＧＧ１６ 网络中

多层卷积造成网络参数量过大的问题，并且 ＭＣＡＭ
分类模块中加入了改进的通道注意力，能够让通道



间进行通信，并且为每个通道分配不同的权重，使其

网络能够关注重要的特征，抑制不重要的特征，以此

提高分类的准确率［２０］。
原始 ＶＧＧ１６ 的网络结构如图 １ 所示［１１］。 其中

５ 个卷积模块的卷积核尺寸均为 ３×３，卷积核使用

的数量分别是 ６４、１２８、２５６、５１２、５１２。 这样的卷积

模块设置存在的问题：一是全部使用 ３×３ 卷积，没
有考虑到其它尺寸的卷积核是否可以提取到更多的

特征；二是卷积核数量太多，导致网络参数量增多。
因此为了解决这两个问题，提出了 ＭＣＭ 模块。
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图 １　 ＶＧＧ１６ 网络结构

Ｆｉｇ． １　 ＶＧＧ１６ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 ＭＣＡＭ 分类模块如图 ２ 所示［２０］。 该分类模块

主要操作步骤为：
（１）上一层的特征图进入 ＭＣＭ 模块，在通道维

度上拆分为 ４ 个子特征图；
（２）４ 个子特征图分别使用 ３×３、５×５、７×７、９×９

进行卷积；
（３）卷积结果进入空间注意力，得到新的 ４ 个

子特征图；
（４）使用ＭＳＥ 模块提取新的子特征图的注意力

向量后，在通道维度上进行拼接。

每个子特征图的
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图 ２　 ＭＣＡＭ 分类模块图

Ｆｉｇ． ２　 ＭＣＡＭ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｕｌｅ ｄｉａｇｒａｍ

　 　 在 ＶＧＧ１６ 中插入 ＭＣＡＭ 模块后的结构变化如

图 ３ 所示，并将其命名为 ＭＣ－ＶＧＧ１６。
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图 ３　 ＭＣ－ＶＧＧ１６ 网络结构

Ｆｉｇ． ３　 ＭＣ－ＶＧＧ１６ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

１．１　 ＭＣＭ 模块

ＭＣＭ 模块［２０］主要是对特征图进行分离并提取

不同尺度下的空间信息，解决 ＶＧＧ１６ 网络中单尺寸

卷积核的问题，并且将 ＶＧＧ１６ 网络中每个卷积模块

的卷积核数量减少一倍，使用空间注意力弥补特征

的损失。 空间注意力的优势是只有一个 ７×７×１ 的

卷积，可以保证参数量不会增加太多，而且提取每个

通道的特征图在 （ｘ，ｙ） 位置的特征，增强特征表达。
因此，ＭＣＭ 模块对输入特征图进行通道分离，然后

进行多尺度下的特征提取。 ＭＣＭ 模块架构如图 ４
所示［２０］。
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图 ４　 ＭＣＭ 模块

Ｆｉｇ． ４　 ＭＣＭ ｍｏｄｕｌｅ

　 　 图 ４ 中， 对于输入特征图 Ｗ × Ｈ × Ｃ，将其在通

道维度下分离成 ４ 个子特征图，每个子特征图尺寸

为Ｗ × Ｈ × Ｃ ／ ４。 在 ４ 个尺寸的卷积核进行卷积时，
使用非对称卷积，将参数量进一步减少。 图中 ＡＣ表

示非对称卷积［１９］，具体过程如图 ５ 所示。
　 　 图 ５ 中，左边为 ３×３ 的卷积核，右边 １×３ 和 ３×１
是非对称卷积，中间 ５×５ 为特征图。 非对称卷积的

做法是将一个 ３×３ 的卷积核分解为两步：首先使用

１×３ 来对特征图进行卷积，然后使用 ３×１ 对 １×３ 的
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结果卷积。 这样得到的结果与一次 ３×３ 的卷积结

果相同。

5?5
3?1

1?3

3?3

图 ５　 非对称卷积过程

Ｆｉｇ． ５　 Ａｓｙｍｍｅｔｒｉｃ ｃｏｎｖｏｌｕｔｉｏｎ ｐｒｏｃｅｓｓ

　 　 对于非对称卷积第一步得到的 ３×３ 特征图，首
先是做填充，将 ３×３ 特征图填充为 ５×５，最后使用３×
１ 的卷积核去卷积计算，同样参与计算的参数是 ３
个，则两次参与计算的参数是 ６ 个。 而使用 ３×３ 的

卷积核对 ５×５ 的特征图进行卷积的计算，参与计算

的参数是 ３×３ ＝ ９，则节约的参数量为：（９－６） ／ ９ ＝
０．３３。因此，非对称卷积减少了大约 ３３％的参数量。

为了弥补减少卷积核数量时损失的特征，将 ４
个子特征图分别进行空间注意力的提取。 对于特征

图Ｗ × Ｈ中的（ｘ，ｙ） 位置，在通道维度上取平均值后

得到最后特征图 Ｗ’ × Ｈ’ × １，全局最大池化也是同

样的操作，只是取的是最大值。 将全局平均池化和

全局最大池化的结果在通道维度上进行拼接，得到

输出特征图Ｗ’ × Ｈ’ × ２，然后进行 ７ × ７的卷积，输
出特征图 Ｗ’ × Ｈ’ × １，最后与输入特征图 Ｗ’ ×
Ｈ’ ×Ｃ’ 进行元素相乘。 通过空间注意力，将原始

图像中的空间信息变换到另一个空间中并保留了关

键信息。 在经过空间注意力后，４ 个子特征图作为

ＭＳＥ模块的输入。 因此，ＭＣＭ模块中对于输入特征

图 Ｗ × Ｈ × Ｃ，首先进行通道维度下的分离，平均分

离为 ４ 个子特征图，分离如公式（１） 所示［２０］：
Ｒｅｓｕｌｔ ＝ ｓｐｌｉｔ（Ｆ，ｃｏｕｎｔ ＝ ４，ａｘｉｓ ＝ ３） （１）

式中， Ｆ 表示输入特征图 Ｗ × Ｈ × Ｃ；ｓｐｌｉｔ 表示分离

操作；ｃｏｕｎｔ表示将Ｆ分离为子特征图的个数；ａｘｉｓ表
示在通道维度上进行分离；Ｒｅｓｕｌｔ 表示分离结果。

分离操作完成后，分别对 ４ 个子特征图进行不

同尺寸的卷积操作，卷积如公式（２）所示［２０］：
Ｃｏｎｖｉ ＝ ｃｏｎｖ２ｄ（Ｒｅｓｕｌｔｉ，ｃｈａｎｎｅｌ ／ ４，ｓｉｚｅ ＝ ｙ） （２）

式中， Ｒｅｓｕｌｔｉ 表示保存在 Ｒｅｓｕｌｔ 中的第 ｉ 个子特征

图；ｃｈａｎｎｅｌ 表示输入子特征图的通道数；ｃｈａｎｎｅｌ ／ ４
表示使用卷积核的数量；ｓｉｚｅ 表示使用的卷积核的

尺寸为 ｙ × ｙ；Ｃｏｎｖｉ 表示第 ｉ 个子特征图的卷积结

果。 Ｒｅｓｕｌｔｉ 中的 ｉ 变量取值为：｛０，１，２，３｝，ｓｉｚｅ 的 ｙ
取值为：｛３，５，７，９｝。

在计算时，相同位置的数字要一一对应，第 ０ 个

子特征图对应 ｙ为 ３，第 １ 个子特征图对应 ｙ为 ５，第
２ 个子特征图对应 ｙ 为 ７，第 ３ 个子特征图对应 ｙ 为

９。 为了进一步降低参数量，使用图 ５ 所示的非对称

卷积。
卷积操作完成后，需要对每个子特征图进行空

间注意力的计算，计算公式为：
Ｆ＇ ＝ Ｆ∗Ｃｏｎｖ（ＧＭＰ（Ｆ） ＋ ＧＡＰ（Ｆ）） （３）

式中， Ｆ 表示输入的特征图 Ｗ × Ｈ × Ｃ ／ ４； ＧＭＰ 和

ＧＡＰ 分别表示全局最大池化和全局平均池化；＋表
示在通道维度上进行特征图拼接；∗表示 ７ ×７ 卷积

结果与 Ｆ 进行元素相乘得到输出结果 Ｆ’。
将 ７ × ７ 卷积后的特征图 Ｗ’ × Ｈ’ × １ 标记为

Ｆｃｏｎｖ。 则对于输入特征图 Ｆ 与 Ｆｃｏｎｖ 进行元素相乘

时，由于 Ｆ 的通道维度是 Ｃ ／ ４，Ｆｃｏｎｖ 的通道维度为

１。 因此分别将 Ｆ 的每一通道维度的特征图与 Ｆｃｏｎｖ

进行对应位置元素相乘，输出的特征图Ｆ’ 为Ｗ’’ ×
Ｈ’’ × Ｃ ／ ４。
１．２　 ＭＳＥ 模块

ＭＳＥ 模块基于 ＳＥＮｅｔ［９］ 的思想，主要作用是提

升网络准确率，并在此基础上减少网络参数量。
ＳＥＮｅｔ 模块中使用全连接层来限制模型复杂度，增
加泛化能力。 然而，全连接层还是带来了大量的参

数。 因此，ＳＥＮｅｔ 模块虽然使模型性能提升，但是也

带来了参数量增加的问题。 ＳＥＮｅｔ 如图 ６ 所示［９］。

W?H?C

1?C 1?C

GAP Sigmoid

全连接层

GAP：全局平均池化

元素相乘x
x

x1x2x3x4x5x6x7x8

W?H?C

图 ６　 ＳＥＮｅｔ
Ｆｉｇ． ６　 ＳＥＮｅｔ

　 　 在 ＳＥＮｅｔ 中，全连接层的计算采用全局卷积计

算方式。 但这样的卷积方式参数量较多，特别是当

输入特征图Ｗ × Ｈ × Ｃ的Ｃ增加时，全连接层的通道

Ｃ 也会增加， 参数量就会成倍的增长。 因此，ＭＳＥ
模块沿用 ＳＥＮｅｔ 中加权的方式，改用一维卷积而不

是用全连接层。 由于 ＭＳＥ 模块中特征图通道之间

的通信是在通道 Ｋ 邻域内［１０］，这意味着不需要将输

入特征图 １× Ｃ 中的 Ｃ 个通道完全进行卷积，只在 Ｃ
通道的邻域内进行计算即可。 ＭＳＥ 模块如图 ７ 所

示［１０］。
　 　 完整的 ＭＳＥ 流程如图 ８ 所示。
　 　 其中，一维卷积过程如图 ９ 所示。

８４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　
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图 ７　 ＭＳＥ 模块

Ｆｉｇ． ７　 ＭＳＥ ｍｏｄｕｌｅ

W?H?C

1?C 1?C 1?C

1?1?C 1?1?C
x一维
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SigmoidreshapereshapeGAP

W?H?C

图 ８　 ＭＳＥ 完整流程

Ｆｉｇ． ８　 ＭＳＥ ｆｕｌｌ ｐｒｏｃｅｓｓ

图 ９　 一维卷积过程

Ｆｉｇ． ９　 Ｏｎｅ ｄｉｍｅｎｓｉｏｎａｌ ｃｏｎｖｏｌｕｔｉｏｎ ｐｒｏｃｅｓｓ

　 　 图 ９ 中，（３，５，１）表示一维卷积核 ３×１， （１，５，
６，３，７，０） 表示重组后的一维特征图 １ × Ｃ。 一维卷

积核的尺寸为３ × １，其尺寸的确定是由于在ＭＳＥ模

块中，特征图通道之间的通信是在通道 Ｋ邻域内，因
此这里选取 Ｋ ＝ ３ 进行示例说明。 卷积核中的数据

分别是 ３、５、１。 其中，５ 为锚点。 在卷积时，锚点依

次移动到特征图的每一个位置处，对应位置相乘再

求和，得到卷积后的特征图尺寸也为 １ × Ｃ。
ＭＳＥ 模块中，由于卷积时很容易做 ｐａｄｄｉｎｇ，Ｋ

邻域一般取奇数，并且只有是奇数时，一维卷积核才

有锚点。

２　 实验结果与分析

２．１　 实验环境与参数

实验中，集成开发环境为 ＪｅｔＢｒａｉｎｓ ＰｙＣｈａｒｍ
２０１８．１． ４ ｘ６４，操作系统为 ｗｉｎ１０，内存 ３２ Ｇ，８ 核

ＣＰＵ，显卡为 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＲＴＸ ２０８０ Ｔｉ，开源框

架为 Ｋｅｒａｓ。 训练网络时， ｂａｔｃｈ＿ｓｉｚｅ 设置为 １６，
ｅｏｐｃｈ 设置为 １２０，优化器为 Ａｄａｍ， 学习率为 １ ×
１０ －５。

２．２　 评价指标

对于ＭＣ－ＶＧＧ１６ 网络，使用准确率 Ａｃｃｕｒａｃｙ（Ａ）、
精确率 Ｐｒｅｃｉｓｉｏｎ（Ｐ）、召回率 Ｒｅｃａｌｌ（Ｒ） 进行模型性

能评价，其公式如公式（４） ～ 公式（６） 所示。

Ａｃｃｕｒａｃｙ（Ａ） ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

（４）

Ｐｒｅｃｉｓｉｏｎ（Ｐ） ＝ ＴＰ
ＴＰ ＋ ＦＰ

（５）

Ｒｅｃａｌｌ（Ｒ） ＝ ＴＰ
ＴＰ ＋ ＦＮ

（６）

式中， ＴＰ 表示模型预测为正例，实际也为正例；ＦＰ
表示模型预测为正例，实际为负例；ＴＮ 表示模型预

测为负例，实际上为正例；ＦＮ表示模型预测为负例，
实际上为负例。

数据集中有十类驾驶员分心行为，当前类别识

别时标记为正例，其他类别则为负例。 例如对当前

ｃ０ 类来说，其是正例，其他 ９ 类均是负例。
２．３　 数据集

实验中使用 Ｓｔａｔｅ Ｆａｒｍ Ｄｉｓｔｒａｃｔｅｄ Ｄｒｉｖｅｒ 数据

集［８］。 数据集由驾驶员 １０ 种行为的训练集图像

１７ ４６２ 个，测试集图像４ ９６１个组成，图片是 ＲＧＢ 图

像，分辨率为 ３２０×２４０。 １０ 种行为分别是：安全驾驶、
右手编辑手机、右手打电话、左手编辑手机、左手打电

话、操作收音机、喝东西、向后找东西、整理发型或化

妆、与乘客交谈。 训练集有驾驶员行为的真实标签，
测试集不含有驾驶员行为的真实标签。 将测试集中

的 １０ 种驾驶员图像手动分类，并将训练集和测试集中

的每一类别分别编号为 ｃ０、ｃ１、ｃ２、ｃ３、ｃ４、ｃ５、ｃ６、ｃ７、ｃ８、
ｃ９。 训练集和测试集每个类别的数量见表 １、表 ２。

表 １　 训练集细节

Ｔａｂ． １　 Ｔｒａｉｎｉｎｇ Ｓｅｔ ｄｅｔａｉｌｓ

类别编号 类别标签名称 图像数量

ｃ０ 安全驾驶 １ ９３８

ｃ１ 右手编辑手机 １ ７６５

ｃ２ 右手打电话 １ ８０４

ｃ３ 左手编辑电话 １ ８２６

ｃ４ 左手打电话 １ ８１２

ｃ５ 操作收音机 １ ８０１

ｃ６ 喝东西 １ ８１１

ｃ７ 向后找东西 １ ５５９

ｃ８ 整理发型或化妆 １ ４８８

ｃ９ 与乘客交谈 １ ６５８

总计 １７ ４６２
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表 ２　 测试集细节

Ｔａｂ． ２　 Ｔｅｓｔｉｎｇ Ｓｅｔ ｄｅｔａｉｌｓ

类别编号 类别标签名称 图像数量

ｃ０ 安全驾驶 ５５１

ｃ１ 右手编辑手机 ５０２

ｃ２ 右手打电话 ５１３

ｃ３ 左手编辑电话 ５１９

ｃ４ 左手打电话 ５１４

ｃ５ 操作收音机 ５１１

ｃ６ 喝东西 ５１４

ｃ７ 向后找东西 ４４３

ｃ８ 整理发型或化妆 ４２３

ｃ９ 与乘客交谈 ４７１

总计 ４ ９６１

　 　 最后对数据集的处理是数据增强，这是为了在

进行模型识别时丰富图像的多样性，数据增强的目

标是减少网络的过拟合，增加模型的泛化性。 实验

中图形增强主要是将图像进行水平翻转和竖直翻

转，如图 １０ 所示。

（ａ） 原始图像　 　 （ｂ） 水平翻转　 　 （ｃ） 竖直翻转

图 １０　 数据增强

Ｆｉｇ． １０　 Ｄａｔａ Ａｕｇｍｅｎｔａｔｉｏｎ

　 　 数据集中有 １０ 类驾驶员分心行为，当前类别识

别时标记为正例，其它类别则为负例。 例如，对当前

ｃ０ 类来说，其是正例，其他 ９ 类均是负例。
２．４　 消融实验

ＭＣ－ＶＧＧ１６ 网络是基于 ＶＧＧ１６ 网络而来，因
此在实验时需将两种网络进行对比。 又由于 ＭＳＥ
模块中特征图的通道通信是在 Ｋ 邻域内，为了找出

效果更好的 Ｋ，将 Ｋ 取值为｛３，５，７，９｝，依次实验。
实验结果见表 ３。
　 　 由表中数据可见，与原始 ＶＧＧ１６ 网络相比，
ＭＣ－ＶＧＧ１６网络中 Ｋ ＝ ３、５、７、９ 时，都比原始网络

ＶＧＧ１６ 的准确率高，且统计出的参数量也比 ＶＧＧ１６
网络的参数量要少。 当 Ｋ ＝ ３ 时，比原始 ＶＧＧ１６ 的

网络降低了 １３，３５６，００８ 个参数。 其中，当 Ｋ ＝ ９ 时，
分类效果比 Ｋ ＝ ３ 时稍低，但也降低了 ＶＧＧ１６ 网络

１３，３５５，８８８ 个参数。 能够降低参数量的原因：一是

所用模型中的卷积核数量较少，二是非对称卷积的

使用。 实验结果证明，ＭＣ－ＶＧＧ１６ 不仅可以提高分

类准确率，更能明显的降低原始 ＶＧＧ１６ 模型的参数

量。
表 ３　 不同模型准确率和参数减少量对比

Ｔａｂ． ３ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｃｕｒａｃｙ ａｎｄ ｐａｒａｍｅｔｅｒ ｒｅｄｕｃｔｉｏｎ ｏｆ
ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 测试准确率 ／ ％ 相比原模型减少的参数量

原始 ＶＧＧ１６［１１］ ９３．８８ －

ＭＣ－ＶＧＧ１６
ＭＳＥ： Ｋ ＝ ３

９７．５０ １３，３５６，００８

ＭＣ－ＶＧＧ１６
ＭＳＥ： Ｋ ＝ ５

９７．３０ １３，３５５，９６８

ＭＣ－ＶＧＧ１６
ＭＳＥ： Ｋ ＝ ７

９７．２４ １３，３５５，９２８

ＭＣ－ＶＧＧ１６
ＭＳＥ： Ｋ ＝ ９

９７．１６ １３，３５５，８８８

ＶＧＧ１６＋ＭＣＭ＋ＳＥＮｅｔ ９７．２０ １３，３４５，７２４

ＶＧＧ１６＋ＭＣＭ ９５．５３ １３，３５６，０８８

　 　 为了证明 ＭＣＭ 模块中多尺寸卷积以及空间注

意力的有效性，仅在 ＶＧＧ１６ 模型中添加 ＭＣＭ 模块

后，与原始 ＶＧＧ１６ 网络进行了对比。 从表 ３ 中看

出，ＶＧＧ１６＋ＭＣＭ 模型的准确率达到了 ９５．５３％，比
原始 ＶＧＧ１６ 网络的准确率高了 １．６５％，并且参数量

减少了 １３，３５６，０８８ 个。 因此，ＭＣＭ 模块的加入不

仅降低了 ＶＧＧ１６ 的参数量，并且提高了准确率。
由于 ＭＳＥ 模块基于 ＳＥＮｅｔ 模块进行改进，因此

需要将 ＭＳＥ 模块和 ＳＥＮｅｔ 模块进行对比。 由表 ３
中可以看出，ＭＣ－ＶＧＧ１６＋ＳＥＮｅｔ 模型虽然减少了原

始 ＶＧＧ１６ 模型 １３，３４５，７２４ 个参数，但是却不如当

Ｋ ＝ ３ 时的 ＭＣ－ＶＧＧ１６ 模型减少的参数量多，且
ＭＳＥ 模块比 ＳＥＮｅｔ 模块具有更高的准确率。 结论

是：当 Ｋ ＝ ３ 时，模型准确率较高，且参数量最少。
２．５　 损失和准确率结果

当 Ｋ ＝ ３ 时，ＭＣ－ＶＧＧ１６ 模型的测试准确率达

到了 ９７．５０％，其主要原因是 ＭＣＭ 模块和 ＭＳＥ 模块

改进了原始 ＶＧＧ１６ 网络中的卷积层，解决了使用卷

积层带来大量参数的问题；对子特征图进行加权，保
留重要特征，删除不重要特征，不仅提升了准确率，
而且辅助使用非对称卷积进一步来减少参数量，实
现了更高的准确率和更低的参数量。 Ｋ ＝ ３ 时模型

的训练准确率、测试准确率、训练损失、测试损失如

图 １１ 所示。
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图 １１　 准确率和损失曲线

Ｆｉｇ． １１　 Ａｃｃｕｒａｃｙ ａｎｄ ｌｏｓｓ ｃｕｒｖｅ

　 　 图中横轴代表迭代次数 Ｅｐｏｃｈ，纵轴代表准确

率和损失。 整体而言，模型没有出现过拟合的现象，
证明当 Ｋ ＝ ３ 时模型分类效果理想。
２．６　 不同方法对比

为了证明 ＭＣ－ＶＧＧ１６ 模型的有效性，将其与其

它分类模型进行对比。 不同模型的准确率见表 ４。
对比结果证明：ＭＣ－ＶＧＧ１６ 模型具有更高的分类准确

率，并且使用 ＭＣＡＭ 模块可以降低网络的参数量。
表 ４　 不同方法的准确率比较

Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ

模型 准确率 ／ ％

ＭＣ－ＶＧＧ１６ ９７．５０
文献［３］ ９３．３
文献［６］ ９０
文献［７］ ９６．１０
文献［１２］ ９６．７４
文献［１３］ ９７
文献［１４］ ９６．２３
文献［１５］ ９７

　 　 几种模型对每一类别的准确率的对比结果见表 ５。
表 ５　 不同方法对每一类别的准确率比较

Ｔａｂ． ５ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ ｆｏｒ ｅａｃｈ
ｃａｔｅｇｏｒｙ

类别 ＶＧＧ１９［１６］ ／ ％
ＰＡＶ－Ｈｉｎｔ

ＣＮＮ［１７］ ／ ％

Ｍｕｌｔｉ－ｓｔｒｅａｍ

ＣＮＮ［１８］
ＭＣ－ＶＧＧ１６ ／ ％

ｃ０ ８４ ８５ ８８ ９７

ｃ１ ７８ ８０ ８５ １００

ｃ２ ８３ ８２ ８７ ９６

ｃ３ ８１ ８３ ８８ ９９

ｃ４ ７９ ８２ ８７ ９８

ｃ５ ８０ ８１ ８７ ９７

ｃ６ ７８ ８１ ８９ ９８

ｃ７ ８０ ８２ ８５ ９８

ｃ８ ７９ ８１ ８４ ９６

ｃ９ ７８ ８０ ８５ ９５

平均 ８０ ８２ ８７ ９７

　 　 表 ５ 中通过对比 ＶＧＧ１９、ＰＡＶ－Ｈｉｎｔ ＣＮＮ、Ｍｕｌｔｉ
－ｓｔｒｅａｍ ＣＮＮ ３ 种方法每一类别的准确率，证明了

ＭＣ－ＶＧＧ１６ 模型的分类效果更好。
２．７　 可视化结果

从数据集选取十类分心图像进行识别，如图 １２
所示。 图像下方的文字表示该图像的实际行为类

别，在每个图像上显示的文字为模型预测的图像类

别结果。 由此可见，模型可以正确预测将每个图像

所属的类别，证明 ＭＣ－ＶＧＧ１６ 模型具有良好的识别

效果。

（a）安全驾驶 （b）右手编辑手机 （c）右手打电话 （d）左手编辑手机 （e）左手打电话

（f）操作收音机 （g）喝东西 （h）向后找东西 （i）整理发型或化妆 （j）与乘客交谈

图 １２　 可视化结果

Ｆｉｇ． １２　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ

３　 结束语

本文的 ＭＣＡＭ 模型的主要目的是降低 ＶＧＧ１６

网络中的参数量，并且加入注意力机制来提高分类

准确率，实验表明该模块是有效的。 在实验过程中

使用非对称卷积来进一步减少网络的参数量，并且

１５第 １ 期 成福朋， 等： 基于深度学习的驾驶员分心行为识别模型



分析了通道间通信的 Ｋ 邻域的取值不同也会导致

最后网络识别的效果不同。 尽管模型取得了不错的

识别效果，但是当两种分心行为相似时会出现识别

错误，后期研究会结合更多的特征进行研究。 此外，
数据集中的图像都是清晰可见的，因此下一步的研

究方向可以是如何对低分辨的图像进行分类识别，
以此保证驾驶员的生命安全。
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（上接第 ４５ 页）
阶段，通过把图像分成两部分并分别分割，大大提高

了分割精度，有效抑制了传统分水岭算法的过分割现

象。 实验证明，本文的算法满足 Ｔ 细胞菌斑图像的计

数要求，对 Ｔ 细胞菌斑图像有良好的分割效果。 由于

本文算法只需稍作修改，因此也适用于其它具有类似

特征的菌斑或细胞图像的分割，应用前景较广。
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