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摘　 要： 本文针对基于深度学习的超分辨率重建网络 ＳＲＧＡＮ 中存在的训练不稳定，重建图像信息缺失等问题进行了分析研

究，做出相应的改进，提出了一种改良的生成器残差块结构，提高了重建效率，增强了重建图像的质量；引入 Ｗａｓｓｅｒｓｔｅｉｎ 距离

代替 ＪＳ 散度来描述数据分布之间的差异，解决了生成对抗网络训练不稳定的问题，有效避免了梯度消失现象；在内容损失函

数方面，选用更适合超分辨率重建任务的 Ｌ１ 损失函数取代 ＭＳＥ 函数，均化了对误差的惩罚，使细节更加丰富。 在 Ｓｅｔ５、Ｓｅｔ１４
与 ＢＳＤ１００ 数据集上，经过与原网络的对比实验结果证明，平均 ＰＳＮＲ 最高峰值信噪比提高 １．８ ｄＢ，ＳＳＩＭ 结构相似度提升

６％，证明了改进方法的有效性。
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０　 引　 言

分辨率是评价图像清晰度的重要指标之一，又
可以分为显示分辨率与图像分辨率两种，本文研究

的内容聚焦于图像分辨率。 拥有高分辨率的图像能

够给人们展示出更多的信息，使人能更快、更精准的

定位所需要的部分，图像的超分辨率重建技术应运

而生，即由单帧或序列的低分辨率（Ｌｏｗ Ｒｅｓｏｌｕｔｉｏｎ，
ＬＲ）图像生成视觉效果更好的高分辨率图像（Ｈｉｇｈ
Ｒｅｓｏｌｕｔｉｏｎ， ＨＲ），在天文，医学影像等领域都有着广

泛的应用［１］。 图像的超分辨率技术经历了几个重

要的发展阶段：基于插值重建的方法，该方法简单、
易操作，但重建后的图像较为模糊，且存在振铃效

应，重建效果较差［２－３］；基于深度学习的方法属于传

统的机器学习领域，通过神经网络强大的特征提取

和数据表示能力学习高分辨率图像与低分辨率图像

之间的普遍差异与联系，构建出统计学模型，这种方

法生成的高分辨图片的效果更好，方法更具有优

势［４］。 ２０１４ 年，Ｄｏｎｇ 等提出基于卷积神经网络的

图像 超 分 辨 率 模 型 ＳＲＣＮＮ （ Ｓｕｐｅｒ － Ｒｅｓｏｌｕｔｉｏｎ
Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ），通过在卷积层上进行

特征映射得到超分辨率图像，但因其网络深度不够、
特征感受野小等问题，当放大倍数过大时，造成的生

成图像过于平滑［５］；同年十月，由 Ｇｏｏｄｆｅｌｌｏｗ 等提出

的生成对抗网络 （ Ｇｅｎｅｒａｔｉｖｅ Ａｄｖｅｒｓａｒｉａｌ Ｎｅｔｗｏｒｋ，
ＧＡＮ），给基于学习的图像超分辨率技术提供了一



种全新的思路［６］；随后，Ｌｅｄｉｇ 等将超分辨率重建技

术与 ＧＡＮ 相结合，提出了基于生成对抗网络的图像

超分 辨 率 ＳＲＧＡＮ （ Ｐｈｏｔｏ － Ｒｅａｌｉｓｔｉｃ Ｓｉｎｇｌｅ Ｉｍａｇｅ
Ｓｕｐｅｒ－Ｒｅｓｏｌｕｔｉｏｎ Ｕｓｉｎｇ ａ Ｇｅｎｅｒａｔｉｖｅ Ａｄｖｅｒｓａｒｉａｌ），首
次提出了内容损失加对抗损失的组合，提升了生成

图像的真实感和感知相似性，具有较强的重建效率

以及更好的重建效果［７］。 但 ＳＲＧＡＮ 同时也遗留着

生成对抗网络训练难收敛，网络易崩溃等问题，本文

针对此问题，分析原因后做出相应优化，稳定了训练

过程，加快了收敛；针对生成器输出图像信息不稳定

的情况，改进了生成器网络结构，提高了网络的特征

表达能力；同时引入更适合超分辨率重建的损失函

数，提升了重建后图像的视觉效果。 实验证明，对比

于原网络，相应评价指标明显增高。

１　 生成对抗网络

１．１　 ＧＡＮ 的模型理论

ＧＡＮ 的核心思想来源于博弈论中的纳什均

衡［８－９］，“博弈”双方是生成对抗网络的基本组成部

分：生成器（Ｇｅｎｅｒａｔｏｒ，Ｇ）与判别器（Ｄｉｓｃｒｉｍｉｎａｔｏｒ，
Ｄ）。 “博弈”的内容是生成器通过学习输入的随机

分布信息，进而学会伪造数据，再判别器对真实数据

和生成的伪造数据进行判别。 生成器会不断学习模

仿真实数据的分布，而判别器就是不断的学习如何

识别真假数据。 双方不断的反馈、学习，优化过程就

类似寻找二者之间的纳什均衡。
对于生成器而言，伪造出的数据越接近真实数

据，表示生成器训练效果越好，当双方“博弈”达到

动态均衡时取得最优解，此时的判别器已经无法辨

别真实图像与生成器重建出的图像。
１．２　 ＳＲＧＡＮ 的模型

ＳＲＧＡＮ 借助 ＧＡＮ 的思想，把 ＧＡＮ 模型引入图

像的超分辨率领域，将原高分辨图像通过下采样预

处理后得到的低分辨率图像送入生成器，生成器会

模仿并伪造出超分辨率图像，判别器为了区分原高

分辨率图像与伪造的超分辨图像不断的学习优化，
根据判别器的反馈结果不断更新，当判别器无法正

确判别时，生成器训练完成。 具体 ＳＲＧＡＮ 流程如

图 １ 所示。

２　 相应的改进

２．１　 改进的网络结构

ＢＮ 层能一定程度上加速网络收敛，防止过拟合

的出现，被广泛应用于图像分割、检测等领域，但由

于 ＢＮ 层做标准化（ｎｏｒｍａｌｉｚａｔｉｏｎ）的目标是浅层特

征上的每一位像素点，对于超分辨率重建任务而言，
堆积过多的 ＢＮ 层则会导致网络提取特征图像时原

色彩分布被归一化，混淆了原始图像的对比度，不利

于超分辨率图像的重建。 通过进行对比实验，，将生

成 器 网 络 残 差 块 中 的 规 范 化 层 ＢＮ （ Ｂａｔｃｈ
Ｎｏｒｍａｌｉｚａｔｉｏｎ）层删除，将原残差块中激活函数换成

自适应能力更好的缩放指数型线性单元 Ｓｅｌｕ 函

数［１０］，残差块对比如图 ２ 所示。
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ＨＲ： 原高分辨率图像； ＬＲ：预处理后的低分辨率图像； Ｇ：生成器；
ＳＲ：超分辨率图像；Ｄ：判别器

图 １　 ＳＲＧＡＮ 网络流程

Ｆｉｇ． １　 ＳＲＧＡＮ ｎｅｔｗｏｒｋ ｆｌｏｗ
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（ａ） 原残差块结构图　 　 　 （ｂ） 改进后残差块结构图

图 ２　 残差块对比图

Ｆｉｇ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｓｉｄｕａｌ ｂｌｏｃｋｓ

　 　 通过后续实验证明，使用 Ｓｅｌｕ 函数的实际效果

更为理想。 １６ 个改进后的残差块组成的深层残差

网络模块利用其强大的特征提取能力，提取的特征

信息通过由 Ｓｕｂ－ｐｉｘｅｌ Ｌａｙｅｒ（亚像素卷积层）为主构

造的上采样块将其恢复成放大倍数 ４ 倍的超分辨图

像，为了得到更好的拟合效果，将原输出激活函数

Ｓｉｇｍｏｉｄ 替换成双曲正切曲线 Ｔａｎ ｈ 函数，结构如图

３ 所示。
２．２　 改进的损失函数

原始的 ＧＡＮ 是用并不连续的 ＪＳ 散度去描述真

实分布与生成分布之间的距离［１１］，其目标函数如公

式（１）：
Ｖ Ｇ，Ｄ( ) ＝ － ２ｌｇ ２ ＋ ２ＪＳ Ｐｄａｔａ‖Ｐｇ( ) （１）

　 　 其中， Ｐｄａｔａ 与 Ｐｇ 分别为真实图像分布与伪造图

像分布，通过分析 ＧＡＮ 网络训练不稳定的因素，得
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知当 Ｐｄａｔａ 与 Ｐｇ 的支撑集是高维空间中的低维流形

（ｍａｎｉｆｏｌｄ）时，其重叠部分为 ０ 的概率为 １；当这两

者的分布并无重叠部分或重叠部分可忽略，则由公

式（１）可知，此时的 ＪＳ 散度就恒为定值－２ｌｇ２，从梯

度下降的角度来分析，此时梯度为 ０，出现梯度消失

现象，生成器无法从判别器的反馈中学习。 针对这

个问题，本文使用 Ｗａｓｓｅｒｓｔｅｉｎ 距离来代替 ＪＳ 散度，

用 Ｗ距离也称 Ｅａｒｔｈ － Ｍｏｖｅｒ（ＥＭ） 距离来描述分布

差异［１２］。 Ｗ 距离的定义如式（２）：
Ｗ Ｐｒ，Ｐｇ( ) ＝ ｉｎｆ

ｒ ～∏（Ｐｒ，Ｐｇ）
Ｅ（ｘ，ｙ） ～ ｒ ‖ｘ － ｙ‖[ ] （２）

　 　 其中， Ｐｒ 表示真实数据分布； Ｐｇ 表示生成器生

成的数据分布；∏（Ｐｒ，Ｐｇ） 是 Ｐｒ 和 Ｐｇ 所有可能组

合起来的联合分布。

16个残差块

图 ３　 改进后的生成器网络结构图

Ｆｉｇ． ３　 Ｔｈｅ ｉｍｐｒｏｖｅｄ ｇｅｎｅｒａｔｏｒ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 穷举出所有的可能，从中找出最短的距离，此时

ＧＡＮ 的优化目标就变成找出真实图像的分布与生

成器生成图像分布的 Ｗ 距离，并不断根据反馈优化

这个目标，近似的由分类问题变成了回归问题。
网络损失函数 ＬＳＲ 由内容损失 ＬＸ 和对抗损失

ＬＧｅｎ 两部分组成，如公式（３）：
ＬＳＲ ＝ ＬＸ ＋ １０ －３ＬＧＥＮ （３）

　 　 虽然 ＭＳＥ 损失函数具有较好收敛的特性，但因

为其强大的约束力在图像的超分辨重建任务中对不

同误差像素点的不均衡惩罚，即增大了对高误差像

素点的惩罚，又对误差小的部分缺少相应的约束，使
得生成的图像过于平滑，缺少细节。 所以，本文换成

对高频信息更加敏锐 Ｌ１ 损失函数代替 ＭＳＥ 损失函

数。 具体如公式（４） 所示。

ｌＬ１ ＝ １
ｒ２ＷＨ∑

ｒＷ

ｘ ＝ １
∑
ｒＨ

ｙ ＝ １
ＩＨＲｘ，ｙ( ) － Ｇ ＩＬＲ( ) ｘ，ｙ( ) （４）

得到原高分辨图像与生成器生成的图像之间逐

个像素之间的 Ｌ１ 距离，这里的 ｒ 为放大倍数，Ｗ、Ｈ
分别为对应图像的长和宽。

３　 实验结果分析

实验的硬件环境为 ＣＰＵ：Ｉｎｔｅｒ Ｘｅｏｎ ® Ｗ－２２３５
处理器，ＧＰＵ：ＲＴＸ ２０８０Ｔｉ，运行内存为 ３２ Ｇ。 用

Ｐｙｔｈｏｎ３．６ 作为本次实验的编程语言，以 ＴｅｎｓｏｒＦｌｏｗ
框架搭建环境。 本次实验使用的是超分辨率领域经

典的 ＤＩＶ２Ｋ 数据集，其中包含１ ０００张高质量图像

（２Ｋ 分辨率），将其中 ８００ 张用来训练，１００ 张验证

图像，最后 １００ 张测试图像，再使用 Ｓｅｔ５，Ｓｅｔ１４ 以及

ＢＳＤ１００ 数据集作为测试集来验证网络模型的性能。
为证实本次实验的结果，通过与传统方法中较为经

典的双三插值 （ Ｂｉｃｕｂｉｃ） 法，基于学习的 ＳＲＣＮＮ、
ＶＤＳＲ 网络以及原始的 ＳＲＧＡＮ 做比较与分析，本次

实验是在重建放大倍数为 ４ 倍的条件下进行，在训

练模型之前，初始化生成器，并优先对生成器迭代

１００ 轮，将开始的学习率初始化为 ０．０００ １，衰减率为

０．１， Ｂａｔｃｈ ｓｉｚｅ 设置为 １６，一共迭代 ３０ ０００ 次，使用

交替训练的方法更新生成器与判别器。
３．１　 评价标准

本文所采用客观评价标准与主观评价标准。 客

观评价标准为峰值信噪比 （ Ｐｅａｋ Ｓｉｇｎａｌ ｔｏ Ｎｏｉｓｅ
Ｒａｔｉｏ，ＰＳＮＲ） 与结构相似度 （ Ｓｔｒｕｃｔｕｒａｌ Ｓｉｍｉｌａｒｉｔｙ，
ＳＳＩＭ）；主 观 评 价 使 用 平 均 主 观 意 见 分 （ Ｍｅａｎ
ｏｐｉｎｉｏｎ ｓｃｏｒｅ，ＭＯＳ）。

峰值信噪比 ＰＳＮＲ 是使用最为普遍的一种图像

客观评价指标，其原本是表示信号可能的最大功率

和噪声功率的比值，但在用作图像的评价指标时是

基于待做比较的图像之间对应像素点的差值来进行

比较的。 ＰＳＮＲ的基本单位是 ｄＢ， ＰＳＮＲ越大则表示

重建的图像越接近原图，即失真越小， ＰＳＮＲ 定义式

如公式（５）：

ＰＳＮＲ ＝ １０ｌｇ
Ｘ２

ｍａｘ

ＭＳＥ
æ

è
ç

ö

ø
÷ （５）

　 　 其中， Ｘｍａｘ 为原图像素的最大峰值，ＭＳＥ 表示

原图像与待比较图像之间的均方误差值。
结构相似度 ＳＳＩＭ是从亮度、对比度和结构 ３ 个

层面来衡量图像的相似性。 对应公式（６） ～ （８）。
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ｌ Ｘ，Ｙ( ) ＝
２μｘ μｙ ＋ Ｃ１

μ２
Ｘ ＋ μ２

Ｙ ＋ Ｃ１

（６）

ｃ Ｘ，Ｙ( ) ＝
２σＸσＹ ＋ Ｃ２

σ２
Ｘ ＋ σ２

Ｙ ＋ Ｃ２

（７）

ｓ（Ｘ，Ｙ） ＝
σＸＹ ＋ Ｃ３

σＸσＹ ＋ Ｃ３
（８）

　 　 其中， μＸ 与 μＹ 表示比较相似度的两张图像Ｘ，Ｙ
的均值；σＸ 与 σＹ 分别表示 Ｘ，Ｙ 的方差；σＸＹ 表示 Ｘ，
Ｙ 的协方差；Ｃ１，Ｃ２，Ｃ３ 均为常数。 ＳＳＩＭ 的定义为式

（９） 为：
ＳＳＩＭ Ｘ，Ｙ( ) ＝ ｌ Ｘ，Ｙ( ) ∗ｃ Ｘ，Ｙ( ) ∗ｓ Ｘ，Ｙ( ) （９）

　 　 ＳＳＩＭ 定义在闭区间 ０ ～ １ 内，在这个区间内的

值越大，表示图像失真越小。
３．２　 客观结果分析

将实 验 结 果 分 别 在 Ｓｅｔ５， Ｓｅｔ１４ 数 据 集 和

ＢＳＤ１００ 数据集上进行验证，计算通过不同超分辨率

方法重建出的超分辨率图像与真实高分辨率图像的

ＰＳＮＲ 和 ＳＳＩＭ 的平均值。 通过对比发现，经过双三

插值法重建后的图像相比与其他几种方法，无论是

客观数据分析还是主观感受都较差，图像模糊严重，
伪影较深，而运用深度学习的另外几种方法则体现

出明显的优越性。 本文所使用的方法在 Ｓｅｔ５，Ｓｅｔ１４
和 ＢＳＤ１００ 验证集上的表现都强于同环境下的其他

方法，其他各种方法在不同数据集上的表现各有优

劣，其生成的图片在高频域即细节部分表现并不理

想，同时生成的图像在 ＰＳＮＲ 与 ＳＳＩＭ 指标上明显比

本文的方法差。 综合 Ｓｅｔ５，Ｓｅｔ１４ 和 ＢＳＤ１００ 上的表

现，本文所使用的方法较原 ＳＲＧＡＮ 网络在 ＰＳＮＲ 上

提升 １．８ ｄＢ，在 ＳＳＩＭ 上提升 ６％，也证明了本文所

做改进的有效性，客观评价指数见表 １，各超分辨方

法重建效果图如图 ４～６ 所示。

表 １　 客观评价指数对比表

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ ｏｆ ｏｂｊｅｃｔｉｖｅ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ

Ｖａｌｉｄａｔｉｏｎ Ｅｖａｌｕａｔｉｏｎ Ｂｉｃｕｂｉｃ ＳＲＣＮＮ ＳＲＧＡＮ ＶＤＳＲ Ｏｕｒ

Ｓｅｔ５ ＰＳＮＲ ２６．３４ ２９．１７ ２６．９３ ２９．３７ ２９．５９

ＳＳＩＭ ０．７７ ０．８３ ０．７９ ０．８３ ０．８５

Ｓｅｔ１４ ＰＳＮＲ ２４．３４ ２５．６２ ２４．５７ ２５．９４ ２６．１３

ＳＳＩＭ ０．６７ ０．７２ ０．７０ ０．７３ ０．７４

ＢＳＤ１００ ＰＳＮＲ ２４．５７ ２５．４１ ２４．６９ ２５．８８ ２５．６９

ＳＳＩＭ ０．６５ ０．７０ ０．６８ ０．７３ ０．７２

(b)Bicubic (c)SRCNN (d)SRGAN (e)VDSR (f)Our
PSNR:19.68PSNR:20.16 PSNR:20.25 PSNR:21.70PSNR:21.91
SSIM:0.57 SSIM:0.61 SSIM:0.63 SSIM:0.67 SSIM:0.68

(a)HR
图 ４　 不同超分辨率方法在测试图“ｃｏｍｉｃ”中的局部对比图

Ｆｉｇ． ４　 Ｔｈｅ ｐａｒｔｉａｌ ｃｏｍｐａｒｉｓｏｎ ｄｉａｇｒａｍ ｏｆ ｄｉｆｆｅｒｅｎｔ ｓｕｐｅｒ－ｒｅｓｏｌｕｔｉｏｎ ｍｅｔｈｏｄｓ ｉｎ ｔｈｅ ｔｅｓｔ ｃｈａｒｔ ＂ｃｏｍｉｃ＂

(b)Bicubic (c)SRCNN (d)SRGAN (e)VDSR (f)Our
PSNR:27.58PSNR:29.28 PSNR:28.32 PSNR:29.81PSNR:29.54
SSIM:0.75 SSIM:0.82 SSIM:0.79 SSIM:0.83 SSIM:0.82

(a)HR

图 ５　 不同超分辨率方法在测试图“ ｌｅｎｎａ”中的局部对比图

Ｆｉｇ． ５　 Ｔｈｅ ｐａｒｔｉａｌ ｃｏｍｐａｒｉｓｏｎ ｄｉａｇｒａｍ ｏｆ ｄｉｆｆｅｒｅｎｔ ｓｕｐｅｒ－ｒｅｓｏｌｕｔｉｏｎ ｍｅｔｈｏｄｓ ｉｎ ｔｈｅ ｔｅｓｔ ｃｈａｒｔ ＂ｌｅｎｎａ＂
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(b)Bicubic (c)SRCNN (d)SRGAN (e)VDSR (f)Our
PSNR:28.7 PSNR:30.78 PSNR:30.46 PSNR:30.97PSNR:31.38
SSIM:0.77 SSIM:0.83 SSIM:0.81 SSIM:0.83 SSIM:0.85(a)HR

图 ６　 不同超分辨率方法在测试图“ｂａｂｙ”中的局部对比图

Ｆｉｇ． ６　 Ｐａｒｔｉａｌ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｓｕｐｅｒ－ｒｅｓｏｌｕｔｉｏｎ ｍｅｔｈｏｄｓ ｉｎ ｔｈｅ ｔｅｓｔ ｃｈａｒｔ ＂ｂａｂｙ＂

３．３　 主观结果分析

主观评价标准采用平均主观意见分 （ Ｍｅａｎ
ｏｐｉｎｉｏｎ ｓｃｏｒｅ，ＭＯＳ），即随机找 ３０ 个无视觉障碍的

正常人，让他们根据自己的主观视觉感受对使用不

同超分辨率方法的测试图像进行评分，共有 ５ 个等

级，从 １～５ 分主观视觉效果依次递增，统计后计算

出平均分，见表 ２。
表 ２　 主观评价对比表

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｔａｂｌｅ ｏｆ ｓｕｂｊｅｃｔｉｖｅ ｅｖａｌｕａｔｉｏｎ

Ｔｅｓｔ
Ｓｕｂｊｅｃｔｉｖｅ
ｅｖａｌｕａｔｉｏｎ

Ｄｉｆｆｅｒｅｎｔ ｓｕｐｅｒ－ｒｅｓｏｌｕｔｉｏｎ ｍｅｔｈｏｄｓ

Ｂｉｃｕｂｉｃ ＳＲＣＮＮ ＳＲＧＡＮ ＶＤＳＲ Ｏｕｒ

Ｓｅｔ５ １．８３ ３．５６ ３．２０ ３．５３ ３．６２

Ｓｅｔ１４ ＭＯＳ １．６２ ３．２６ ３．１４ ３．５７ ３．７８

ＢＳＤ１００ １．８０ ２．７４ ２．９６ ３．１４ ３．２８

　 　 从主观评价来分析，经过双三插值法重建出的

图像可以看到明显的方块模糊，在不同的测试集上

ＳＲＣＮＮ 与 ＶＤＳＲ 的表现各有优劣，但本文所使用的

方法在主观真实感上都更强。 经过多个对比，不论

是从客观评价标准 ＰＳＮＲ 峰值信噪比与 ＳＳＩＭ 结构

相似度上来说，还是从重建后的图主观意见得分

（ＭＯＳ）来分析，本文所使用的方法都被证实是最优

的。
３．４　 对比实验分析

为探究在生成器网络中 ＢＮ 层以及相关激活函

数对超分辨重建效果的影响，本文做出对比实验，验
证结果，对比试验结果见表 ３。

表 ３　 关于生成器改进的对比实验

Ｔａｂ． ３　 Ｃｏｍｐａｒａｔｉｖｅ ｅｘｐｅｒｉｍｅｎｔ ｏｎ ｇｅｎｅｒａｔｏｒ ｉｍｐｒｏｖｅｍｅｎｔ

Ｔｙｐｅ

Ｄａｔａ Ｓｅｔ

Ｓｅｔ５
（ＰＳＮＲ ／ ＳＳＩＭ）

Ｓｅｔ１４
（ＰＳＮＲ ／ ＳＳＩＭ）

ＢＳＤ１００
（ＰＳＮＲ ／ ＳＳＩＭ）

ＳＲＧＡＮ ２６．９３ ／ ０．７９ ２４．５７ ／ ０．７０ ２４．６９ ／ ０．６８

ＳＲＧＡＮ－ＢＮ ２７．４１ ／ ０．８１ ２５．３７ ／ ０．７１ ２５．２３ ／ ０．６８

ＳＲＧＡＮ－ＢＮ＋Ｓｅｌｕ ２７．７０ ／ ０．８１ ２５．４９ ／ ０．７２ ２５．４７ ／ ０．６９

４　 结束语

通过研究 ＳＲＧＡＮ 网络中存在诸多的问题，本文

针对 ＧＡＮ 网络收敛困难，模型易崩溃的问题，引入

Ｗａｓｓｅｒｓｔｅｉｎ 距离来代替 ＪＳ 散度，优化对抗损失；通过

实验证明了去除生成器残差块中繁杂的 ＢＮ 层，引入

ＳＥＬＵ 激活函数，提升了重建图像的精度，稳定了网络

收敛；引入 Ｌ１ 损失函数代替原 ＭＳＥ 损失，增加了生

成图像的主观视觉效果，增加了图像高频信息的重

建。 通过对比实验，证明了本文所使用的方法是优于

原网络的。 接下来作者将继续实验探究基于 ＧＡＮ 网

络的图像超分辨重建的方法，从分析判别器网络结

构，弥补重建过程中损失的高频信息入手，通过实验

找出一种更具有效率的超分辨重建的方法。
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