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基于边界增强和去噪的自适应双权重过采样方法研究
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摘　 要： 类别不平衡是现实世界普遍存在的问题，其严重影响着各种预测模型的预测效果，使得这些模型仅能准确识别出多

类样本，却不易识别出少类样本。 本文提出一种基于边界增强和去噪的自适应双权重过采样（Ａｄａｐｔｉｖｅ Ｄｏｕｂｌｅ－Ｗｅｉｇｈｔ Ｅｎ⁃
ｈａｎｃｅｄ Ｂｏｕｎｄａｒｙ ａｎｄ Ｄｅｎｏｉｓｉｎｇ Ｏｖｅｒｓａｍｐｌｉｎｇ， ＡＤＷＥＢＤＯ） 方法，以处理不平衡问题。 ＡＤＷＥＢＤＯ 的主要思想是：引入 Ｋ 近

邻（Ｋ Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒ， ＫＮＮ）去噪技术，降低噪声样本合成的可能性；提出一种基于类间距离和少类簇大小的双重权重样本

分配方法，有效避免了类重叠现象的产生；采用模糊 Ｃ 均值（Ｆｕｚｚｙ Ｃ－Ｍｅａｎｓ， ＦＣＭ）聚类算法，对样本进行聚类分析，提高了

合成少类样本的可靠性；提出一种基于特征空间的合成样本策略，增加了合成少类样本的多样性和合理性。 最终，本文提出

的方法在 ７ 个 ＵＣＩ 数据集上进行实验，并取得了令人满意的结果。
关键词： 类别不平衡； 边界增强； 去噪； 双权重； 过采样

Ａｎ ａｄａｐｔｉｖｅ ｄｏｕｂｌｅ－ｗｅｉｇｈｔ ｅｎｈａｎｃｅｄ ｂｏｕｎｄａｒｙ ａｎｄ
ｄｅｎｏｉｓｉｎｇ ｏｖｅｒｓａｍｐｌｉｎｇ ａｐｐｒｏａｃｈ

ＧＡＯ Ｚｉｈａｎ， ＳＯＮＧ Ｙａｎ

（Ｓｃｈｏｏｌ ｏｆ Ｏｐｔｉｃａｌ－Ｅｌｅｃｔｒｉｃａｌ ａｎｄ Ｃｏｍｐｕｔｅｒ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｓｈａｎｇｈａｉ ｆｏｒ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ，
Ｓｈａｎｇｈａｉ ２０００９３， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ｃｌａｓｓ ｉｍｂａｌａｎｃｅ ｉｓ ａ ｃｏｍｍｏｎ ｐｒｏｂｌｅｍ ｉｎ ｔｈｅ ｒｅａｌ ｗｏｒｌｄ， ｗｈｉｃｈ ｓｅｒｉｏｕｓｌｙ ａｆｆｅｃｔｓ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｅｆｆｅｃｔ ｏｆ ｖａｒｉｏｕｓ
ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌｓ． Ｔｈｅｓｅ ｍｏｄｅｌｓ ｃａｎ ｏｎｌｙ ｉｄｅｎｔｉｆｙ ｍａｊｏｒｉｔｙ ｃｌａｓｓ ｓａｍｐｌｅｓ ａｃｃｕｒａｔｅｌｙ， ｂｕｔ ｉｔ ｉｓ ｄｉｆｆｉｃｕｌｔ ｔｏ ｉｄｅｎｔｉｆｙ ｍｉｎｏｒｉｔｙ ｃｌａｓｓ
ｓａｍｐｌｅｓ． Ｉｎ ｔｈｉｓ ｐａｐｅｒ， ａｎ Ａｄａｐｔｉｖｅ ｄｏｕｂｌｅ－ｗｅｉｇｈｔ Ｅｎｈａｎｃｅｄ Ｂｏｕｎｄａｒｙ ａｎｄ Ｄｅｎｏｉｓｉｎｇ Ｏｖｅｒｓａｍｐｌｉｎｇ （ＡＤＷＥＢＤＯ） ｍｅｔｈｏｄ ｉｓ
ｐｒｏｐｏｓｅｄ ｔｏ ｄｅａｌ ｗｉｔｈ ｉｍｂａｌａｎｃｅ ｐｒｏｂｌｅｍｓ． Ｔｈｅ ｍａｉｎ ｉｄｅａ ｏｆ ＡＤＷＥＢＤＯ ｉｓ ｔｏ ｉｎｔｒｏｄｕｃｅ Ｋ Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒ （ＫＮＮ） ｄｅｎｏｉｓｉｎｇ
ｔｅｃｈｎｏｌｏｇｙ ｔｏ ｒｅｄｕｃｅ ｔｈｅ ｐｏｓｓｉｂｉｌｉｔｙ ｏｆ ｎｏｉｓｅ ｓａｍｐｌｅ ｓｙｎｔｈｅｓｉｓ； ａ ｄｕａｌ－ｗｅｉｇｈｔ ｓａｍｐｌｅ ａｌｌｏｃａｔｉｏｎ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ｉｎｔｅｒ－ｃｌａｓｓ ｄｉｓｔａｎｃｅ
ａｎｄ ｃｌｕｓｔｅｒ ｃａｐａｃｉｔｙ ｏｆ ｍｉｎｏｒｉｔｙ ｃｌａｓｓ ｉｓ ｐｒｏｐｏｓｅｄ ｔｏ ａｖｏｉｄ ｔｈｅ ｏｖｅｒｌａｐｐｉｎｇ ｏｆ ｃｌａｓｓｅｓ ｅｆｆｅｃｔｉｖｅｌｙ； Ｆｕｚｚｙ Ｃ－ｍｅａｎｓ （ＦＣＭ） ｃｌｕｓｔｅｒｉｎｇ
ａｌｇｏｒｉｔｈｍ ｉｓ ｕｓｅｄ ｔｏ ａｎａｌｙｚｅ ｔｈｅ ｓａｍｐｌｅ ｃｌｕｓｔｅｒｉｎｇ， ｗｈｉｃｈ ｉｍｐｒｏｖｅｓ ｔｈｅ ｒｅｌｉａｂｉｌｉｔｙ ｏｆ ｔｈｅ ｓａｍｐｌｅ ｓｙｎｔｈｅｓｉｓ； ａ ｆｅａｔｕｒｅ ｓｐａｃｅ－ｂａｓｅｄ
ｓｔｒａｔｅｇｙ ｆｏｒ ｓｙｎｔｈｅｓｉｚｉｎｇ ｓａｍｐｌｅｓ ｉｓ ｐｒｏｐｏｓｅｄ， ｗｈｉｃｈ ｉｎｃｒｅａｓｅｓ ｔｈｅ ｄｉｖｅｒｓｉｔｙ ａｎｄ ｒａｔｉｏｎａｌｉｔｙ ｏｆ ｓｙｎｔｈｅｓｉｚｅｄ ｍｉｎｏｒｉｔｙ ｃｌａｓｓ ｓａｍｐｌｅｓ．
Ｆｉｎａｌｌｙ， ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ ｉｓ ｔｅｓｔｅｄ ｏｎ ｓｅｖｅｎ ＵＣＩ ｄａｔａｓｅｔｓ ｗｉｔｈ ｓａｔｉｓｆａｃｔｏｒｙ ｒｅｓｕｌｔｓ．
【Ｋｅｙ ｗｏｒｄｓ】 ｃｌａｓｓ ｉｍｂａｌａｎｃｅ； ｂｏｕｎｄａｒｙ ｅｎｈａｎｃｅｍｅｎｔ； ｄｅｎｏｉｓｉｎｇ； ｄｏｕｂｌｅ－ｗｅｉｇｈｔ； ｏｖｅｒｓａｍｐｌｉｎｇ

�哈尔滨工业大学主办 学术研究与应用

基金项目： 上海市自然科学基金（１８ＺＲ１４２７１００）。

作者简介： 高子寒（１９９７－），男，硕士研究生，主要研究方向：大数据模型应用；宋　 燕（１９７９－），女，博士，教授，博士生导师，主要研究方向：大

数据算法、图像处理、预测控制。

通讯作者： 宋　 燕　 　 Ｅｍａｉｌ： ｓｏｎｙａ＠ ｕｓｓｔ．ｅｄｕ．ｃｎ

收稿日期： ２０２１－１０－０１

０　 引　 言

在机器学习领域，对于不平衡数据的学习是一

项极具挑战性的任务［１－２］。 不同类别、不同数量的

数据构成的数据集，称为不平衡数据集［３］。 如果上

述数据集仅包含两个类别，则具有样本数量多的类

别称为多数类，其余样本所在类别称为少数类。 与

此同时，不平衡数据的学习对于研究界也是至关重

要的，因为其普遍存在于各种常见的分类任务中。
例如，电信欺诈检测［４］、癌症基因检测［５］ 和推荐系

统［６］等等。

传统的机器学习分类器在处理不平衡数据时得

到的分类精度通常是不理想的，特别是对少数类的

分类效果不佳。 这是由于少数类样本的数量太

少［７］、所含信息不足，导致分类结果趋向于多数类。
但少数类样本中含有的特征往往更重要，因此提高

对少数类样本的分类精度是处理不平衡问题的关键

所在。 通常情况下，不平衡指的是类间不平衡，即两

类样本数量的差异程度，而其只是影响不平衡学习

的因素之一。 影响不平衡的其它因素还包括：类内

不平衡、重叠区域的大小和离群点等［８－１０］。
为了更好地解决类别不平衡问题，研究人员提



出了两大解决方案，即基于算法和基于数据的解决

方案。 基于算法的解决方案是通过改变算法的学习

方式，增强模型对少数类样本的识别能力，最终降低

数据不平衡对分类器带来的消极影响，主要分为代

价敏感学习、单类学习和集成学习［１１－１３］。 而基于数

据的解决方案，是通过采样技术改变不同类别的样

本数，从而达到多类和少类的相对平衡，其主要包括

欠采样和过采样两种方法。 与欠采样相比较而言，
过采样则充分保留了数据样本所含的重要信息。 因

此，本文着重于过采样方法的研究。
过采样通常是经过采样［１４］ 或生成合成数据样

本［１５－１８］来实现的。 为了保证合成样本的质量，合成

样本应尽可能满足以下要求：不含有干扰信息的噪

声且包含有用信息的样本；合成的新样本不能落在

多数类区域，以避免类重叠现象的产生。
基于以上基础，本文提出一种新颖的基于边界

增强 和 去 噪 的 自 适 应 双 权 重 过 采 样 方 法

（ＡＤＷＥＢＤＯ）。 该方法通过充分考虑多数类与少数

类间的数据分布信息，以及少数类内部的数据分布

信息，增加了对边界少数类样本的采样权重，一定程

度上避免了类重叠现象的产生；由于利用去噪技术

对原始数据进行了去冗余处理，降低了合成噪声样

本的可能性；同时基于不同少数类簇的样本特征空

间，提出一种基于特征边界组合新样本的策略，不仅

保证了合成样本与原样本之间的相似性，而且还增

加了合成样本的多样性。

１　 相关工作

１．１　 模糊 Ｃ 均值聚类算法

模糊 Ｃ 均值（ＦＣＭ）聚类算法是一种基于划分

的聚类算法，其基本思想是利用模糊聚类分析方法，
将所有对象划分到 Ｃ 个簇中，使得划分到同一个簇

的对象之间的相似度最大，划分到不同簇的对象之

间的相似度最小，以达到聚类的目的。 ＦＣＭ 的聚类

模型如公式（１）所示：
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其中， ｘ ｊ（ ｊ ＝ １，２，…，ｎ） 是数据集 ｛ｘ１，ｘ２，…，
ｘｎ｝ ｂ 维空间的样本向量；Ｕ是包含集合｛ｕｉｊ｝（ ｉ ＝ １，
２，…，Ｃ； ｊ ＝ １，２，…，ｎ） 的划分矩阵； ｕｉｊ 是第 ｉ 个簇

的第 ｊ个样本；ｃ－ ｉ 是数据集的第 ｉ个簇的簇中心；ｍ是

模糊因子（ｍ ≥ １）。 为了最小化式（１） 中的目标函

数 Ｊ，ｃ－ ｉ 和 ｕｉｊ 的更新规则分别如式（２）、（３）所示：
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　 　 其中，式（２）、（３）中的变量和参数与式（１）中定

义的变量和参数相同。
１．２　 多层感知机分类算法

多层感知机（ＭＬＰ）分类算法是一种非线性分

类算法，是神经网络的一种。 多层感知机的基本结

构包括输入层、隐藏层和输出层。 不同层之间是全

连接的，即上一层的任何一个神经元与下一层的所

有神经元都有连接。 多层感知机中最基本的单元叫

做神经元，图 １ 表示的是著名的“Ｍ－Ｐ 神经元模

型”。
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图 １　 神经元结构

Ｆｉｇ． １　 Ｎｅｕｒｏｎ ｓｔｒｕｃｔｕｒｅ

　 　 神经元接收来自不同 ｎ 个神经元的输入信号

（ｘ１，ｘ２，…，ｘｉ，…，ｘｎ），这些信号通过 ｎ 个权重（ｗ１，
ｗ２，…，ｗ ｉ，…，ｗｎ） 加权，传递并将总输入值与阈值 θ
比较， 最后经过激活函数 ｆ得到输出 ｏ。 神经元的输

入和输出关系如公式（４） 所示：

ｏ ＝ ｆ（∑
ｎ

ｉ ＝ １
ｗ ｉｘｉ － θ） （４）

　 　 其中， ｘｉ 表示输入的第 ｉ 个神经元； ｗ ｉ 表示第 ｉ
个神经元的对应的连接权重；θ 表示阈值； ｆ（∙） 表

示激活函数； ｏ 表示神经元的最终输出。
　 　 在多层感知机分类算法中，数据首先经过输入

层，接着在隐藏层中进行转换，最后在输出层中作出

预测。 除输入输出层外，中间可以有多个隐层。 最

简单的多层感知机模型只含一个隐藏层，即 ３ 层结

构，如图 ２ 所示。 本文将利用 ＭＬＰ 分类器作为后续

过采样算法的验证模型。
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输入层 隐藏层 输出层

图 ２　 含一层隐藏层的多层感知机模型

Ｆｉｇ． ２　 Ｍｕｌｔｉ－ｌａｙｅｒ ｐｅｒｃｅｐｔｒｏｎ ｍｏｄｅｌ ｗｉｔｈ ｏｎｅ ｈｉｄｄｅｎ ｌａｙｅｒ

２　 基于边界增强和去噪的过采样方法

在本文中提出的 ＡＤＷＥＢＤＯ 方法，对少数类样

本簇使用基于类间距离和簇规模的双指标，自适应

为其分配样本合成数，从而增加了对边界少数类样

本的采样权重，避免了类重叠现象的产生；同时经过

去噪处理，降低了合成噪声样本的可能性；最后基于

本文提出的基于特征空间合成样本策略进行过采

样，增加了合成样本的多样性。 此方法主要包含：去
除噪声样本、聚类分析、自适应分配合成样本数、基
于特征空间的过采样 ４ 部分。
２．１　 去除噪声样本

首先，根据公式（５）计算不同数据集需要新合

成的少数类样本的数目 Ｇ。
Ｇ ＝ ｎｍａｊ － ｎｍｉｎ （５）

　 　 其中， ｎｍａｊ 是原始数据集中多数类样本数，ｎｍｉｎ

是少数类样本数。
如果选择的目标样本是噪声样本，则新合成的

样本也极有可能是噪声样本，最终导致模型性能下

降。 因此通过去噪可以降低噪声样本生成的可能

性。 对于原始数据集 Ｉ 中的每个少数类样本，通过

欧式距离计算其 Ｋ 近邻。 如果此目标样本的所有 Ｋ
近邻都是多数类样本，则将其视为噪声样本并直接

将其剔除。 同样，对于每个多数类样本执行相同的

操作。 最后，将剩余的样本添加到集合 Ｘ中，记作过

滤后的数据集 Ｘ。
２．２　 聚类分析

聚类分析步骤需要为少数类中的不同簇自适应

地分配合成样本数。 首先，使用 ＦＣＭ 聚类算法，对
数据集 Ｘ 中的少数类和多数类进行聚类分析，同时

获得对应的簇划分结果。 少数类划分为 ｜ Ａ ｜ 个簇，
每个簇的聚类中心用 ａｉ 表示，每个簇中包含的少数

类样本的数量用 ｎｉ 表示；多数类划分为 ｜ Ｏ ｜ 个簇，
每个簇的聚类中心用 ｏｑ 表示，其中 ｉ从１到 ｜ Ａ ｜ ，ｑ从
１ 到 ｜ Ｏ ｜ 。
２．３　 自适应分配合成样本数

为了更好地确定各个少数类簇的合成样本数，

充分考虑了簇内数据分布和类间数据分布，提出一

种自适应双指标样本分配策略。
第一个指标称为类间距离，即类与类之间的距

离越小，多数类和少数类则越接近。 为了增加边界

少类样本的采样权重，需要增加该少数类簇的权重。
类间距离 Ｌｉ 如式（６）所示。

Ｌｉ ＝
１
Ｏ ∑

Ｏ

ｑ ＝ １
‖ａｉ － ｏｑ‖２ （６）

　 　 其中， ｉ 从 １ 到 ｜ Ａ ｜ ，ｑ 从 １ 到 ｜ Ｏ ｜ 。
当多数类经 ＦＣＭ 聚类之后簇数较多时，不同少

数类簇与所有多数类簇的距离之和差距较小。 因

此，为了增强少数类与多数类的类间距离，通过式

（７） 将 Ｌｉ 变换得到 Ｒ ｉ，并对 Ｒ ｉ 通过式（８） 进行标准

化处理。

Ｒ ｉ ＝
１
ｅＬｉ

（７）

Ｒ^ ｉ ＝
Ｒ ｉ － ｍｉｎＲ ｉ

ｍａｘＲ ｉ － ｍｉｎＲ ｉ
（８）

　 　 其中，ｍｉｎ 表示最小值函数，ｍａｘ 表示最大值函

数。
第二个指标称为簇的大小。 描述了少数类各簇

中所含样本的多少。 若该簇所含样本数较多，则过

采样时该簇将越应该着重考虑。
为了降低数量级带来的负面影响，式（９）用于

获得标准化的簇大小 ｎ^ｉ。

ｎ^ｉ ＝
ｎｉ － ｍｉｎｎｉ

ｍａｘｎｉ － ｍｉｎｎｉ
（９）

　 　 其中，ｍｉｎ、ｍａｘ 含义同上。
此外，使用上述两个指标的参数 λ 和 θ 的加权

组合，来构建新的指标 Ｆ ｉ，如式（１０） 所示。

Ｆ ｉ ＝ λＲ^ ｉ ＋ θｎ^ｉ （１０）
　 　 其中， λ ∈ ［０，１］；θ ∈ ［０，１］；λ、θ 表示相应指

标的重要性。
为了对每个少数类自适应分配相应数量的合成

样本， 利用式（１１） 对 Ｆ ｉ 通过归一化处理。 Ｆ^ ｉ 代表

着每个簇合成的新样本数量所占比例。 通过式

（１２），为少数类的簇 ｉ 分配 ｈｉ 个新的少数类样本。

Ｆ^ ｉ ＝
Ｆ ｉ

∑
｜ Ａ｜

ｉ ＝ １
Ｆ ｉ

（１１）

ｈｉ ＝ Ｆ^ ｉ·Ｇ （１２）
２．４　 基于特征空间的过采样

对少数类的每个簇进行过采样，最终在每个簇
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中分别进行新样本的合成。 传统 ＳＭＯＴＥ 的过采

样，是通过目标少类样本与其近邻样本的线性插值

进行新样本的合成，其合成质量的优劣主要取决于

随机因子的大小。 该随机因子通常取 ０ ～ １ 之间某

个值，若此随机因子取值不当，便直接造成合成样本

质量下降，甚至导致合成冗余样本。 因此，随机因子

的取值至关重要。
为了避免单一随机因子取值带来的偶然性，本

文通过考虑少数类样本自身的数据分布，提出一种

新的合成样本策略。 首先确定少类样本簇 ｉ 的特征

边界， 簇 ｉ的样本 ｊ表示为 ｘｉ
ｊ（ ｉ ＝ １，２，…，ａｉ；ｊ ＝ １，２，

…，ｎｉ），簇 ｉ中样本 ｊ的特征 ｆ表示为 ｘｉ
ｊｆ（ ｆ ＝ １，２，…，

ｂ），找到对于簇 ｉ中所有样本的特征 ｆ，计算其均值μｉ
ｆ

和方差 σｉ
ｆ。 然后，对于簇 ｉ，使用公式（１３）、（１４） 确

定所有样本特征 ｆ 的上边界 ｕｉ
ｆ 和下边界 ｌｉｆ。

ｕｉ
ｆ ＝ μｉ

ｆ ＋ ησｉ
ｆ （１３）

ｌｉｆ ＝ μｉ
ｆ － ησｉ

ｆ （１４）
　 　 其中， η∈ Ｒ控制标准差的影响范围，即边界范

围。 在 ｕｉ
ｆ 和 ｌｉｆ 之间生成一个随机数 δ，利用公式

（１５） 得到新合成的簇 ｉ 中样本 ｐ 的特征 ｓｉｐｆ，
ｓｉｐｆ ＝ δｌｉｆ ＋ （１ － δ）ｕｉ

ｆ （１５）
　 　 其中， δ ∈ ［０，１］，ｌｉｆ ≤ ｓｉｐｆ ≤ ｕｉ

ｆ。
至此即可得到第 ｉ 个簇的第 ｐ 个新合成的样本

ｓｉｐ ＝ ｛ ｓｉｐ １， ｓｉｐ ２， …， ｓｉｐ ｉ，…， ｓｉｐ ｆ｝ （ｐ ＝ １，２，…，ｈｉ；ｆ ＝ １，
２，…，ｂ）。 重复上述步骤，直至合成 Ｇ 个样本，最后

将所有合成的样本添加至集合 Ｓ 中。
２．５　 算法描述

Ｉ 为训练集， Ｉ ＝ ｛（ｘ１，ｙ１）， （ｘ２，ｙ２），…， （ｘＬ，
ｙＬ）｝；Ｌ 是训练集样本的总个数，其中少数类样本数

为 Ｔ。 样本 ｘｉ ∈Ｒｂ，是 ｂ维特征向量，类标签为 ｙｉ ∈
｛Ｐ，Ｎ｝，Ｐ 对应少数类（正样本类），Ｎ 对应多数类

（负样本类）。
ＡＤＷＥＢＤＯ 方法的完整步骤如下：
输入： 训练集 Ｉ、参数 Ｋ
输出： 合成数据集 Ｓ
Ｓｔｅｐ １　 根据式（５）计算需要合成的新少类样

本个数 Ｇ；
Ｓｔｅｐ ２　 对数据集 Ｉ 中的所有少数类样本计算

其 Ｋ 近邻，对 Ｋ 个近邻均是多数类样本的少数类样

本进行剔除，同理对于多数类样本也进行此操作，剔
除噪声样本后的数据集记为 Ｘ；

Ｓｔｅｐ ３　 利用 ＦＣＭ 聚类算法， 对数据集 Ｘ 中的

所有少数类样本和多数类样本分别进行聚类分析，

根据 Ｘｉｅ－Ｂｅｎｉ 指标， 产生 ｜ Ａ ｜ 个少类簇和 ｜ Ｏ ｜ 个

多类簇；
Ｓｔｅｐ ４　 根据双指标，即类间距离和簇的大小，

给每个少类簇自适应分配相应数量的合成样本数

（利用式（６） ～ （１２）计算得到）；
Ｓｔｅｐ ５　 对每个簇而言，利用式（１３） ～ （１５）合

成新的少类样本，并重复合成样本的操作，直至满足

相应簇需要合成的样本数，并将所有新合成的样本

添加至集合 Ｓ 中。

３　 实验与结果分析

３．１　 模型评价指标

本文采用 ＦＣＭ 聚类算法对少数类样本和多数

类样本分别进行聚类分析，Ｘｉｅ－Ｂｅｎｉ（ＸＢ）的度量标

准是确定 ＦＣＭ 算法需要预先设置的最佳聚类数。
此度量标准包含有关每个样本和数据结构的信息。
其表达形式如式（１６）所示。

ＸＢ ＝
∑

Ｃ

ｉ ＝ １
∑

ｎ

ｊ ＝ １
ｕｍ
ｉｊ ‖ｘ ｊ － ｃ－ ｉ‖２

２

ｎ·ｍｉｎ‖ｃ－ ｉ － ｃ－ ｊ‖２
２

ｉ， ｉ≠ｊ

（１６）

　 　 其中， ｘｊ 表示数据集中第 ｊ 个样本；元素 ｕｉｊ 代表

样本 ｘｊ 属于第 ｉ 个簇的隶属度；参数ｍ ＞ １表示模糊

因子；ｃ－ｉ 表示数据集的第 ｉ 个簇的聚类中心；ｃ－ ｊ 表示数

据集第 ｊ个簇的聚类中心。 式中分子表示用于测量聚

类内部的紧密度，而分母表示用于测量类与类之间的

距离。 ＸＢ 度量值越接近 ０，则聚类效果越好。
在二元分类问题中，对于不平衡数据的评价方

法，大多都建立在混淆矩阵基础之上，见表 １。
表 １　 混淆矩阵

Ｔａｂ． １　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ

预测正类 预测负类

真实正类 ＴＰ ＦＮ

真实负类 ＦＰ ＴＮ

　 　 对于类别不平衡问题，主要关注样本数量少的

类是否可以被正确分类。 因此，对于不平衡数据的

分类， 选择准确率（Ａｃｃｕｒａｃｙ）、精确率（Ｐｒｅｃｉｓｉｏｎ）、
召回率（Ｒｅｃａｌｌ）、Ｆ１ 值（Ｆ１ － ｓｃｏｒｅ） 和 ＲＯＣ 曲线下

面积（ＡＵＣ） 作为评价指标，其计算方式如式（１７） ～
（２０）所示。 Ａｃｃｕｒａｃｙ、Ｐｒｅｃｉｓｉｏｎ、Ｒｅｃａｌｌ、Ｆ１ － ｓｃｏｒｅ 和

ＡＵＣ 的值越大，意味着预测模型的性能越好。

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

（１７）

Ｐｒｅｃｉｓｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（１８）
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Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１９）

Ｆ１ － ｓｃｏｒｅ ＝ ２·Ｐｒｅｃｉｓｉｏｎ·Ｒｅｃａｌｌ
Ｐｒｅｃｉｓｉｏｎ ＋ Ｒｅｃａｌｌ

（２０）

３．２　 实验设置

为了研究 ＡＤＷＥＢＤＯ 方法的有效性，本文选择

来自 ＵＣＩ 数据库的 ７ 个不平衡数据集进行实验，数
据集信息见表 ２。

表 ２　 ＵＣＩ数据集

Ｔａｂ． ２　 Ｄａｔａｓｅｔｓ ｆｒｏｍ ＵＣＩ

数据集 特征维数 样本总数 少类样本数 不平衡率

ＢＴ１ ４ ７４８ １７８ ３．２

ＨＣＶ ２８ １ ３８５ ３３２ ３．２

Ｙｅａｓｔ ８ ６９３ ３０ ２２．１

Ａｂａｌｏｎｅ ７ ７３１ ４２ １６．４

Ｌｉｂｒａｓ ９０ ３６０ ７２ ４．０

ＰＣ１ ３７ ７５９ ６１ １１．４

Ｈａｂｅｒｍａｎ ３ ３０６ ８１ ２．８

　 　 （注释：ＢＴ 的全称为 ＢｌｏｏｄＴｒａｎｓｆｕｓｉｏｎ）

　 　 本文选择多层感知机 （Ｍｕｌｔｉｌａｙｅｒ Ｐｅｒｃｅｐｔｒｏｎ，
ＭＬＰ）作为分类器，ＭＬＰ 的参数均使用默认参数。
实验中对比了 ５ 种传统的过采样方法，分别为

ＳＭＯＴＥ、 ＡＤＡＳＹＮ、 Ｂｏｒｄｅｒｌｉｎｅ － ＳＭＯＴＥ１ （ ＢＳ１ ）、
Ｂｏｒｄｅｒｌｉｎｅ－ＳＭＯＴＥ２（ＢＳ２）和 ＣＢＳＯ。 为了客观比较

各个方法，实验将数据集的 ２ ／ ３ 作为训练集，１ ／ ３ 作

为测试集，使用十折交叉验证，重复 ５ 次取均值，作
为最终实验结果。

所有实验均是在一台 Ｕｂｕｎｔｕ 操作系统的电脑

上实现，其主要参数为： ２．２ ＧＨｚ ＣＰＵ、１６ ＧＢ 内存，
同时借助 Ｐｙｔｈｏｎ 语言编程实现。 其它参数选择如

下： Ｋ 值的选取参照文献［１５］设置为 ５，ＦＣＭ 算法

中参考文献［ １９］ｍ取２，根据文献［ ２０］ ，η选取２

时，实验结果最佳。 根据 ＦＣＭ 聚类算法的评价指

标，各数据集的最佳少数类簇数和最佳多数类簇数

如图 ３、图 ４ 所示。
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图 ３　 ７ 个数据集的多数类的最佳聚类簇数示意图

Ｆｉｇ． ３　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｏｐｔｉｍａｌ ｎｕｍｂｅｒ ｏｆ ｃｌｕｓｔｅｒｓ ｆｏｒ ｔｈｅ
ｍａｊｏｒｉｔｙ ｃｌａｓｓ ｏｆ ｓｅｖｅｎ ｄａｔａ ｓｅｔｓ
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图 ４　 ７ 个数据集的少数类的最佳聚类簇数示意图

Ｆｉｇ． ４　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｏｐｔｉｍａｌ ｎｕｍｂｅｒ ｏｆ ｃｌｕｓｔｅｒｓ ｆｏｒ ｔｈｅ
ｍｉｎｏｒｉｔｙ ｃｌａｓｓ ｏｆ ｓｅｖｅｎ ｄａｔａ ｓｅｔｓ

　 　 最佳 λ依次为：０．９、０．９、０．７、０．５、０．８、０．５、０．８，最
佳 θ 依次为：０．１、０．１、０．３、０．５、０．２、０．５、０．２。
３．３　 结果分析

实验结果见表 ３～表 ７，其中对最优结果均已进

行加粗标注。

表 ３　 ６ 种过采样方法在 ７ 组数据集上的 Ａｃｃｕｒａｃｙ 结果

Ｔａｂ． ３　 Ｒｅｓｕｌｔｓ ｏｆ ６ ｏｖｅｒｓａｍｐｌｉｎｇ ｍｅｔｈｏｄｓ ｏｎ Ａｃｃｕｒａｃｙ ｆｏｒ ７ ｄａｔａｓｅｔｓ

数据集 ＳＭＯＴＥ ＡＤＡＳＹＮ ＢＳ１ ＢＳ２ ＣＢＳＯ ＡＤＷＥＢＤＯ

ＢＴ ０．７０８ ０．６６５ ０．７３３ ０．７１５ ０．７３０ ０．７５１

ＨＣＶ ０．７０４ ０．６５０ ０．７５６ ０．６４７ ０．６５８ ０．７６１

Ｙｅａｓｔ ０．８８７ ０．８５６ ０．８９８ ０．８５５ ０．８９０ ０．８９１

Ａｂａｌｏｎｅ ０．９０２ ０．８７４ ０．９０１ ０．８９０ ０．９０３ ０．９１３

Ｌｉｂｒａｓ ０．９７９ ０．９５８ ０．９６２ ０．９５６ ０．９７６ ０．９６０

ＰＣ１ ０．７０６ ０．７００ ０．７１６ ０．６９７ ０．６９９ ０．７８８

Ｈａｂｅｒｍａｎ ０．５８９ ０．５６６ ０．５９１ ０．５０１ ０．６２１ ０．５９９
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表 ４　 ６ 种过采样方法在 ７ 组数据集上的 Ｐｒｅｃｉｓｉｏｎ 结果

Ｔａｂ． ４　 Ｒｅｓｕｌｔｓ ｏｆ ６ ｏｖｅｒｓａｍｐｌｉｎｇ ｍｅｔｈｏｄｓ ｏｎ Ｐｒｅｃｉｓｉｏｎ ｆｏｒ ７ ｄａｔａｓｅｔｓ

数据集 ＳＭＯＴＥ ＡＤＡＳＹＮ ＢＳ１ ＢＳ２ ＣＢＳＯ ＡＤＷＥＢＤＯ

ＢＴ ０．７３３ ０．６６９ ０．７８３ ０．８０６ ０．８２５ ０．８０５
ＨＣＶ ０．６５８ ０．５５０ ０．７１６ ０．６７８ ０．６０６ ０．７３１
Ｙｅａｓｔ ０．７８８ ０．７６７ ０．７５９ ０．７５５ ０．７９０ ０．８９２

Ａｂａｌｏｎｅ ０．８０３ ０．７３０ ０．７４７ ０．８０６ ０．８１８ ０．８５３
Ｌｉｂｒａｓ ０．９７３ ０．９３８ ０．９５８ ０．９２４ ０．９８１ ０．９６０
ＰＣ１ ０．７６４ ０．７４０ ０．７４２ ０．７１３ ０．７４６ ０．７８８

Ｈａｂｅｒｍａｎ ０．５９４ ０．５８７ ０．６９２ ０．５６５ ０．５９３ ０．６９９

表 ５　 ６ 种过采样方法在 ７ 组数据集上的 Ｒｅｃａｌｌ 结果

Ｔａｂ． ５　 Ｒｅｓｕｌｔｓ ｏｆ ６ ｏｖｅｒｓａｍｐｌｉｎｇ ｍｅｔｈｏｄｓ ｏｎ Ｒｅｃａｌｌ ｆｏｒ ７ ｄａｔａｓｅｔｓ

数据集 ＳＭＯＴＥ ＡＤＡＳＹＮ ＢＳ１ ＢＳ２ ＣＢＳＯ ＡＤＷＥＢＤＯ

ＢＴ ０．８２６ ０．７５２ ０．８３０ ０．７０９ ０．８８５ ０．８９１
ＨＣＶ ０．５１７ ０．５８９ ０．６２０ ０．５８２ ０．６８３ ０．６８９
Ｙｅａｓｔ ０．８１０ ０．７４９ ０．８３６ ０．８７９ ０．７６８ ０．８９７

Ａｂａｌｏｎｅ ０．６４１ ０．６５４ ０．６６５ ０．６５８ ０．７０３ ０．６９６
Ｌｉｂｒａｓ ０．９９３ ０．９６６ ０．９３８ ０．９１４ ０．９４８ ０．９６９
ＰＣ１ ０．７４５ ０．６７８ ０．７６８ ０．７５８ ０．７４７ ０．７７５

Ｈａｂｅｒｍａｎ ０．５２５ ０．５１７ ０．５８６ ０．５４４ ０．５８４ ０．５６０

表 ６　 ６ 种过采样方法在 ７ 组数据集上的 Ｆ１－ｓｃｏｒｅ 结果

Ｔａｂ． ６　 Ｒｅｓｕｌｔｓ ｏｆ ６ ｏｖｅｒｓａｍｐｌｉｎｇ ｍｅｔｈｏｄｓ ｏｎ Ｆ１－ｓｃｏｒｅ ｆｏｒ ７ ｄａｔａｓｅｔｓ

数据集 ＳＭＯＴＥ ＡＤＡＳＹＮ ＢＳ１ ＢＳ２ ＣＢＳＯ ＡＤＷＥＢＤＯ

ＢＴ ０．７２２ ０．６５８ ０．７１０ ０．７１４ ０．７６０ ０．８０１
ＨＣＶ ０．７４４ ０．７２７ ０．７６８ ０．６３５ ０．７９７ ０．７４３
Ｙｅａｓｔ ０．８９０ ０．８６０ ０．９０１ ０．８６２ ０．９１１ ０．９１１

Ａｂａｌｏｎｅ ０．９０６ ０．８８３ ０．９１０ ０．９０６ ０．９０８ ０．９２３
Ｌｉｂｒａｓ ０．９８０ ０．９６８ ０．９６１ ０．９５７ ０．９８８ ０．９５２
ＰＣ１ ０．７０４ ０．７００ ０．７１２ ０．７１５ ０．７４６ ０．７９０

Ｈａｂｅｒｍａｎ ０．６６８ ０．６８５ ０．６９０ ０．５８０ ０．６８３ ０．６９８

表 ７　 ６ 种过采样方法在 ７ 组数据集上的 ＡＵＣ 结果

Ｔａｂ． ７　 Ｒｅｓｕｌｔｓ ｏｆ ６ ｏｖｅｒｓａｍｐｌｉｎｇ ｍｅｔｈｏｄｓ ｏｎ ＡＵＣ ｆｏｒ ７ ｄａｔａｓｅｔｓ

数据集 ＳＭＯＴＥ ＡＤＡＳＹＮ ＢＳ１ ＢＳ２ ＣＢＳＯ ＡＤＷＥＢＤＯ

ＢＴ ０．８５３ ０．７５４ ０．８２５ ０．８４０ ０．８０３ ０．８７６
ＨＣＶ ０．５４８ ０．５４９ ０．６０８ ０．５７２ ０．５９２ ０．６４４
Ｙｅａｓｔ ０．７８１ ０．７５０ ０．８４２ ０．８６８ ０．８７７ ０．８９０

Ａｂａｌｏｎｅ ０．７９８ ０．７３８ ０．７６７ ０．７９４ ０．８１７ ０．７９７
Ｌｉｂｒａｓ ０．７９６ ０．７５０ ０．８１７ ０．７９４ ０．７６７ ０．８３４
ＰＣ１ ０．７５０ ０．８３７ ０．８０５ ０．８１２ ０．８０２ ０．８７２

Ｈａｂｅｒｍａｎ ０．７０３ ０．６８９ ０．６７５ ０．６４８ ０．６９９ ０．７５２

　 　 由表 ３ 可见，对于 Ａｃｃｕｒａｃｙ 评价指标，本文提

出的算法，在 ＢＴ、ＨＣＶ、Ａｂａｌｏｎｅ 和 ＰＣ１ ４ 个数据集

上均明显优于其它过采样算法。
表 ４ 中的 Ｐｒｅｃｉｓｉｏｎ 指标，ＡＤＷＥＢＤＯ 在 ５ 个数

据集的表现均优于其它 ５ 种过采样方法。 其中，在
ＨＣＶ 数据集上 ＡＤＷＥＢＤＯ 比表现较差的 ＡＤＡＳＹＮ
提高了 １．８１ 个百分点。 虽然 ＡＤＷＥＢＤＯ 在 ＢＴ 和

Ｌｉｂｒａｓ 两个数据集上表现不是最好，但其综合排名

为第三，表现良好。
Ｒｅｃａｌｌ 的结果见表 ５。 在 ７ 个数据集中，本文算

法仅在 ４ 个数据集上的表现优于其它过采样方法。
表 ６ 中的 Ｆ１ － ｓｃｏｒｅ值，在 ５ 个数据集上均优于

其它过采样方法。 ＣＢＳＯ 在 ３ 个数据集上表现良

好，其结果仅次于 ＡＤＷＥＢＤＯ。
ＡＵＣ 作为不平衡数据分类的重要指标之一，由

表 ７ 可知，ＡＤＷＥＢＤＯ 在 ７ 个数据集中有 ６ 个均是

最优结果，这表示 ＡＤＷＥＢＤＯ 具有较好的泛化能

力。
通过对比 ６ 种过采样方法在 ７ 个 ＵＣＩ 数据集上

的表现，ＡＤＷＥＢＤＯ 过采样在 Ａｃｃｕｒａｃｙ、Ｐｒｅｃｉｓｉｏｎ、

３６第 １ 期 高子寒， 等： 基于边界增强和去噪的自适应双权重过采样方法研究



Ｒｅｃａｌｌ、Ｆ１－ｓｃｏｒｅ 和 ＡＵＣ 上表现相较于其它 ５ 种过

采样方法，均取得了不错的结果。

４　 结束语

在不平衡数据的分类问题中，多类样本和少类

样本在数量上差距较大，导致分类器的分类性能急

剧下降。 因此，在实际的分类任务中，必须有效地处

理数据不平衡问题。 本文提出一种基于边界增强和

去噪的自适应双权重过采样方法（ＡＤＷＥＢＤＯ），考
虑类间距离的同时，也考虑了少类各样本簇的规模，
增加了对边界少类样本的采样权重，一定程度上避

免了类重叠现象的产生。 同时，基于少类簇特征空

间合成新样本策略，使得合成的样本更加合理。 实

验结果表明，ＡＤＷＥＢＤＯ 在 ７ 个不同规模、不同不平

衡率的数据集上性能表现稳定，对不平衡数据分类

问题的学习具有一定的指导作用。
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Ｏｖｅｒｓａｍｐｌｉｎｇ ｗｉｔｈ ｔｈｅ Ｍａｊｏｒｉｔｙ Ｃｌａｓｓ： Ａ Ｎｅｗ Ｐｅｒｓｐｅｃｔｉｖｅ ｏｎ
Ｈａｎｄｌｉｎｇ Ｅｘｔｒｅｍｅ Ｉｍｂａｌａｎｃｅ［Ｃ］ ／ ／ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ
ｏｎ Ｄａｔａ Ｍｉｎｉｎｇ． ＩＥＥＥ， ２０１８：４４７－４５６．

（上接第 ５７ 页）
［１１］ ＭＡＲＩＮＯ Ｒ，ＳＣＡＬＺＩ Ｓ，ＮＥＴＴＯ Ｍ． Ｎｅｓｔｅｄ ＰＩＤ ｓｔｅｅｒｉｎｇ ｃｏｎｔｒｏｌ

ｆｏｒ ｌａｎｅ ｋｅｅｐｉｎｇ ｉｎ ａｕｔｏｎｏｍｏｕｓ ｖｅｈｉｃｌｅｓ［Ｊ］ ． Ｃｏｎｔｒｏｌ Ｅｎｇｉｎｅｅｒｉｎｇ
Ｐｒａｃｔｉｃｅ，２０１１，１９（ １２） ： １４５９－１４６７．

［１２］ＡＮＧ Ｒ Ｊ，ＹＩＮ Ｇ Ｄ，ＪＩＮ Ｘ Ｊ． Ｒｏｂｕｓｔ ａｄａｐｔｉｖｅ ｓｌｉｄｉｎｇ ｍｏｄｅ ｃｏｎｔｒｏｌ
ｆｏｒ ｎｏｎｌｉｎｅａｒ ｆｏｕｒ － ｗｈｅｅｌ ｓｔｅｅｒｉｎｇ ａｕｔｏｎｏｍｏｕｓ ｖｅｈｉｃｌｅｓ ｐａｔｈ
ｔｒａｃｋｉｎｇ ｓｙｓｔｅｍｓ［Ｃ］ ／ ／ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ８ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｐｏｗｅｒ
Ｅｌｅｃｔｒｏｎｉｃｓ ａｎｄ Ｍｏｔｉｏｎ Ｃｏｎｔｒｏｌ Ｃｏｎｆｅｒｅｎｃｅ． Ｈｅｆｅｉ，Ｃｈｉｎａ： ＩＥＥＥ，
２０１６： １ －８．

［１３］ＡＮＴＯＮＥＬＬＩ Ｇ，ＣＨＩＡＶＥＲＩＮＩ Ｓ，ＦＵＳＣＯ Ｇ． Ａ ｆｕｚｚｙ － ｌｏｇｉｃ －

ｂａｓｅｄ ａｐｐｒｏａｃｈ ｆｏｒ ｍｏｂｉｌｅ ｒｏｂｏｔ ｐａｔｈ ｔｒａｃｋｉｎｇ ［Ｊ］ ． ＩＥＥＥ
Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｆｕｚｚｙ Ｓｙｓｔｅｍｓ，２００７，１５（ ２） ： ２１１－２２１．

［１４］ ＨＡＪＪＡＪＩ Ａ Ｅ，ＢＥＮＴＡＬＢＡ Ｓ． Ｆｕｚｚｙ ｐａｔｈ ｔｒａｃｋｉｎｇ ｃｏｎｔｒｏｌ ｆｏｒ
ａｕｔｏｍａｔｉｃ ｓｔｅｅｒｉｎｇ ｏｆ ｖｅｈｉｃｌｅｓ ［Ｊ］ ． Ｒｏｂｏｔｉｃｓ ＆ Ａｕｔｏｎｏｍｏｕｓ
Ｓｙｓｔｅｍｓ， ２００３，４３（ ４） ： ２０３－２１３．

［１５］ＢＥＮ－ＭＥＳＳＡＯＵＤ Ｗ， ＢＡＳＳＥＴ Ｍ， ＬＡＵＦＦＥＮＢＵＲＧＥＲ Ｊ Ｐ， ｅｔ
ａｌ． Ｓｍｏｏｔｈ Ｏｂｓｔａｃｌｅ Ａｖｏｉｄａｎｃｅ Ｐａｔｈ Ｐｌａｎｎｉｎｇ ｆｏｒ Ａｕｔｏｎｏｍｏｕｓ
Ｖｅｈｉｃｌｅｓ［Ｃ］ ／ ／ ２０１８ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｖｅｈｉｃｕｌａｒ
Ｅｌｅｃｔｒｏｎｉｃｓ ａｎｄ Ｓａｆｅｔｙ （ ＩＣＶＥＳ） ． ＩＥＥＥ， ２０１８：１－６．

４６ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　


