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基于麻雀搜索优化支持向量机的短期风机发电功率预测

王维高， 魏云冰， 滕旭东， 黄　 圆

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 风电大规模并入电网，风电所占比例越来越大。 然而，由于风的不确定性和随机性，风机发电并不稳定，给风电并网

带来巨大困难，因此需要引入准确的风电预测。 为了提高风电预测精度，本文提出麻雀搜索算法优化支持向量机预测模型，
该模型在支持向量机学习参数（惩罚系数 Ｃ 和核参数 ｇ） 选择困难的问题上， 基于麻雀搜索算法优化选择学习参数，建立

ＳＳＡ－ＳＶＭ 短期风电预测模型。 经实验仿真并对比 ＳＳＡ－ＳＶＭ、ＧＡ－ＳＶＭ 和 ＳＶＭ 模型预测结果，发现经过优化后 ＳＳＡ－ＳＶＭ
模型的平均绝对误差较 ＧＡ－ＳＶＭ，ＳＶＭ 模型减少 ３．７９６ ＭＷ 和 ４．１５３ ＭＷ，相对改善百分比为 ６８．２５％和 ７０．１６％；均方根误差

减少 ４．８８６ ＭＷ 和 ４．９４５ ＭＷ，相对改善百分比为 ６７．５９％和 ６７．８７％，说明 ＳＳＡ－ＳＶＭ 模型能有效提高学习参数选择效率和预

测精确度。
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０　 引　 言

风力发电已成为全世界应用最为广泛和最为成

熟的技术［１］。 风电装机规模也愈发庞大，据国家统

计局数据显示，２０２０ 年 １２ 月中国风力发电量达到

４０９×１０８ ｋＷ·ｈ，同比增长 ７．１％；２０２０ 年 １～１２ 月中

国风力发电量累计产量 ４．１４６×１０８ ｋＷ·ｈ，累计增

长 １０．５％；２０１５～２０２０ 年中国发电量逐年递增，２０２０
年达到最高。 然而，由于风的随机性和间歇性问题，
风力发电并不稳定，给风电并网带来极大的困难，风

电功率预测问题日益突出［２］。
短期风电预测模型主要包括物理模型、时间序

列模型和人工智能模型 ３ 种。 其中，物理模型需要

风速、风向、温湿度等气象信息数据，并以此为依据

建立复杂的数学模型，该模型在针对短期风电预测

时误差较大；时间序列模型需要和历史风电功率数

据结合进行建模，在低阶模型中预测精度低，在高阶

模型中参数不易确定［３］；人工智能模型是目前最为

常用的模型，通过对大量样本学习和训练，建立风电

功率与特征量之间的关系，其中支持向量机是目前



较为常用的模型，因为支持向量机基于结构风险最

小化设计，能够很好的解决过拟合问题，在线性回归

方面表现良好，能够防止过度学习，泛化能力好［４］。
因此，本文采用支持向量机搭建组合模型。 支持向

量机在选择学习参数上一般采用交叉验证法，此方

法可能会在选择学习参数过程中陷入局部最优，因
此一些优化算法也被应用到 ＳＶＭ（ Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ
Ｍａｃｈｉｎｅｓ）预测模型当中［５］，如：文献［６］ ～ ［８］采用

遗传算法、灰狼算法和粒子群算法对 ＳＶＭ 中的学习

参数进行优化选择，以提高精度。 但遗传算法、灰狼

算法和粒子群算法都面临过早收敛的问题。 文献

［９］采用 ＢＰ 神经网络算法预测风电功率；文献

［１０］采用人工蚁群算法优化神经网络，构建 ＡＢＣ－
ＢＰ（Ａｒｔｉｆｉｃａｌ Ｂｅｅ Ｃｏｌｏｎｙ－ＢＰ）神经网络风电功率预

测模型，但 ＢＰ 神经网络算法和蚁群算法收敛速度

慢，且有局部极小化问题。
针对上述问题，本文引入麻雀算法优化支持向

量机学习参数的选择，提出 ＳＳＡ － ＳＶＭ （ Ｓｐａｒｒｏｗ
Ｓｅａｒｃｈ Ａｌｇｏｒｉｔｈｍ － Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅｓ） 预测模

型。 通过与 ＧＡ － ＳＶＭ （Ｇｅｎｅｔｉｃ Ａｌｇｏｒｉｔｈｍ － Ｓｕｐｐｏｒｔ
Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅｓ）和 ＳＶＲ（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅｓ）
模型的预测结果对比，验证本文提出的模型在预测

精确度上的提升。

１　 麻雀搜索优化算法

麻雀搜索算法是受麻雀觅食行为和逃避捕食行

为启发而提出的，具有寻优能力强，收敛速度快等优

点［１１］。
每一只麻雀代表一个位置属性，即其找到食物

的位置。 在全局中每一只麻雀扮演 ３ 个不同角色，
发现者，在一定范围内搜索食物；加入者，跟随发现

者发现最好的食物；警戒者，警惕周围危险，察觉危

险时发出警告。
在 Ｄ 维解空间内每只麻雀位置 Ｘ ＝ （ｘ１，ｘ２，…，

ｘｄ），适应度值 ｆｉ ＝ ｆ（ｘ１， ｘ２，…， ｘＤ），选用均方误差

ＭＳＥ （Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ） 作为适应度函数，公式

（１）：

ＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙｉ － ｙｉ

＾ ２ （１）

　 　 其中， ｙｉ 表示实际风电发电功率， ｙ^ｉ 表示预测

风电发电功率。
在整个麻雀群体中发现者和加入者数量是不变

的，每当增加一个加入者就会减少一个发现者。 算

法原理：
（１）更新发现者位置，每代发现者位置更新公

式（２）：

　 ｘｔ ＋１
ｉ，ｄ ＝

ｘｔ
ｉ，ｄ × ｅｘｐ（ － ｉ

ａ × ｉｔｅｒｍａｘ
）， Ｒ２ ＜ ＳＴ

ｘｔ
ｉ，ｄ ＋ Ｑ ，Ｒ２ ＞ ＳＴ

ì

î

í

ï
ï

ïï

（２）

其中， ｘｔ ＋１
ｉ，ｄ 表示第 ｉ 只麻雀在 ｄ 维当中的位置；

α 表 示 在 ０，１[ ] 之 间 的 随 机 数； Ｒ２ 表 示 在

０，１[ ] 之间的预警值；ＳＴ 表示在 ０．５，１[ ] 之间的安

全值； Ｑ 表示正态分布的随机数； Ｌ 是一个矩阵，结
构为 １ ´ｄ，并且其中元素都是 １。 当 Ｒ２ ＜ ＳＴ 时，表
明当前环境安全，发现者可以在此觅食；当 Ｒ２ ＞ ＳＴ
时，表明当前环境有危险，种群中一些麻雀就向其他

同伴发出警报，示意其到安全地方觅食。
（２）更新加入者位置，加入者位置更新公式

（３）：

　 ｘｔ ＋１
ｉ，ｄ ＝

Ｑ·ｅｘｐ（
ｘｗｏｒｓｔ － ｘｔ

ｉ，ｄ

ｉ２
）， ｉ ＞ ｎ ／ ２

ｘｔ ＋１
ｐ ＋ ｘｉ，ｄ － ｘｔ ＋１

ｐ ·Ａ ＋·Ｌ， ｉ ≤ ｎ ／ ２

ì

î

í

ï
ï

ïï

（３）

其中， ｘｐ、ｘｗｏｒｓｔ 分别表示当前最优位置和最差位

置。 Ａ 是 １ ´ｄ 且每一个元素都被赋值为 １ 或者 － １
的矩阵，而且Ａ ＋ ＝ＡＴ（ＡＡＴ） －１。 当 ｉ ＞ （０．５∙ｎ） 时，
表明适应度值较低，第 ｉ 个加入者需要飞往别处觅

食。
（３）警戒者：在种群中有一部分麻雀在各自觅

食过程中会时刻警惕附近危险，一旦发觉附近有危

险就放弃食物或者觅食，然后飞往安全区域继续觅

食。
每代种群当中都会有 ＳＤ 个麻雀负责警示。 其

位置更新公式（４）如下：

ｘｔ ＋１
ｉ，ｄ ＝

ｘｔ
ｂｅｓｔ ＋ β· ｘｔ

ｉ，ｄ － ｘｔ
ｂｅｓｔ ， ｆｉ ＞ ｆｇ

ｘｔ
ｉ，ｄ ＋ Ｋ·（

ｘｔ
ｉ，ｄ － ｘｔ

ｗｏｒｓｔ

ｆｉ － ｆｗ ＋ ε
）， ｆｉ ＝ ｆｇ

ì

î

í

ï
ï

ï
ï

（４）

其中， β 是一个符合标准正态分布的随机数；
ｘｂｅｓｔ 表示目前全局最优位置； ｆｉ 表示当前麻雀适应

度值并且 ｆｇ、ｆｗ 分别表示当前最好和最差适应度值；
ｋ 表示 － １，１[ ] 的均匀随机数；ε 表示一个较小数，
防止分母为０。 从公式（４） 中可以看出，当 ｆｉ ＝ ｆｇ 时，
表明有麻雀发现危险，就会转移觅食地点，以避免被

捕食；当 ｆｉ ＞ ｆｇ 时，表明麻雀在整个种群边缘地区捕

食，容易受到其他捕食者攻击。
麻雀算法的流程图如图 １ 所示：
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图 １　 麻雀算法流程图

Ｆｉｇ． １　 Ｓｐａｒｒｏｗ Ｓｅａｒｃｈ Ａｌｇｏｒｉｔｈｍ ｆｌｏｗ ｃｈａｒｔ

２　 支持向量机（ＳＶＭ）原理

支持向量机是一种常用于分类和回归预测的模

型，其特点在于能够克服局部最小值，很好的解决过

拟合问题，在线性回归方面表现良好，同时能防止过

度学习并且泛化能力好［１２］。
算法步骤：
（１）选择一个惩罚系数 Ｃ ＞ ０，构造约束优化问

题，式（５）；

ｍｉｎ
α∨，α∧

１
２ ∑

Ｎ

ｉ ＝ １
∑
Ｎ

ｊ ＝ １
（ α^ｉ － α̌ ｊ）（ α^ ｊ － α̌ｉ）ｋ（ｘｉ，ｘ ｊ） ＋

　 　 　 ∑
Ｎ

ｉ ＝ １
［（ε － ｙｉ） αｉ

＾ ＋ （ε － ｙｉ） ａ̌ｉ］ （５）

　 　 ｓ．ｔ

∑
Ｎ

ｉ ＝ １
（ ａ^ｉ － ａ̌ｉ） ＝ ０

０ ≤ ａ^ｉ ≤ Ｃ， ｉ ＝ １，２，…，Ｎ

０ ≤ ａ̌ｉ ≤ Ｃ， ｉ ＝ １，２，…，Ｎ

ì

î

í

ï
ï
ï

ï
ï
ï

（２）用 ＳＭＯ 算法求出最优 ａ̌ 和 ａ^；

（３）计算 Ｗ∑
Ｎ

ｉ ＝ １
＝ （ α̌ｉ

∗ － α^ｉ
∗）；

（４） 寻找一个满足 ０ ＜ α̌∗
ｉ ＜ Ｃ 的样本点

（ｘｋ，ｙｋ）， 计算 ｂ∗ ＝ ｙｋ ＋ ε － ｗ∗Ｔ；

（５）构建最终回归超平面 ｗ∗ Ｔｘ ＋ ｂ∗ ＝ ０和预测

函数 ｆ（ｘ） ＝ ｓｇｎ（ｗ∗Ｔｘ） ＋ ｂ∗。
为能够将数据映射到高维空间当中，需要用到

核函数，本文运用到的核函数是 ＲＢＦ 高斯核函数，
公式（６），这样就能将非线性回归问题转化为线性

回归问题。

ｋ ｘｉ，ｘ ｊ( ) ＝ ｅｘｐ（ －
‖ｘｉ － ｘ ｊ‖２

２σ２ ） ＝

ｅｘｐ － ｇ‖ｘｉ － ｘ ｊ‖２( ) ， ｇ ＞ ０ （６）
在支持向量机中惩罚系数 Ｃ 和核函数参数 ｇ 对

整个回归预测精确度产生很重要的影响，所以选择

选择合适的参数 Ｃ、ｇ就显得尤为重要。 本文基于麻

雀搜索算法优化参数 Ｃ 和 ｇ，以此优化预测结果。

３　 ＳＳＡ－ＳＶＭ 预测模型的构建

ＳＶＭ 基于结构风险最小化设计，能够很好的解

决过拟合问题，在线性回归方面表现良好，能够防止

过度学习并且泛化能力好。 ＳＶＭ 预测结果受学习

参数影响较大，本文基于麻雀搜索算法优化支持向

量机的学习参数。
本文采用内蒙古某风电场所测的风速、风向、温

度出力作为输入变量，为减少数据的奇异性影响，用
公式（７） 对数据归一化处理，处理后的数据用于

ＳＶＭ 模型的新数据。

ｐ ＝
ｘｉ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
（７）

　 　 其中： ｐ 表示归一化后的数据；ｘｉ 原始风速数

据；ｘｍｉｎ 和 ｘｍａｘ 分别是原始数据中的最小值和最大

值。
ＳＳＡ 参数设置：种群规模 Ｎｐ ＝ ２０，迭代次数 Ｔ ＝

１００，参数 Ｃ、ｇ 范围 Ｃ ∈ ［０．００１，１００］，ｇ ∈ ［０，００１，
１ ０００］。 交叉验证折数 Ｖ ＝ ５；安全值 ＳＴ ＝ ０．６；发现

者比例 ＰＤ ＝ ０．７；意识到有危险麻雀的比重 ＳＤ ＝
０．２。

麻雀搜索算法会初始一个种群，种群中发现者、
加入者和警戒者个体数依照设置参数比例进行分

配，根据公式（１）计算麻雀适应度值，并将其作为麻

雀搜索到食物的多少；根据公式（２） ～ （４）更新麻雀

的个体位置；根据最佳个体位置确定学习参数，循环

１００ 代结束循环；输出最优参数。
ＳＳＡ－ＳＶＭ 模型构建具体流程如图 ２ 所示。
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图 ２　 ＳＳＡ－ＳＶＭ 模型流程图

Ｆｉｇ． ２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ＳＳＡ－ＳＶＭ ｍｏｄｅｌ

４　 仿真分析

以内蒙古某风电场 ２０１９ ～ ２０２０ 年风场出力数

据为例。 选取 ２０１９ ／ １０ ／ ０１ ～ ２０２０ ／ ０１ ／ ３１ 数据作为

训练集，每隔 １５ ｍｉｎ 一个采样点，共计 １１ ８０９ 组数

据；测试集选择 ２０１９－１１－３０～２０１９－１１－３１ 每１５ ｍｉｎ
一个采样点，共计 １９２ 个采样点的数据。

为验证 ＳＳＡ－ＳＶＭ 模型精确度的提升，本文搭

建 ＳＶＭ、ＧＡ－ＳＶＭ 两种模型进行对比。 ＧＡ－ＳＶＭ 参

数设置： 种群规模 Ｎｐ ＝ ２０，最大迭代次数 Ｔ ＝ ２０，参
数 Ｃ、ｇ 范围设置 Ｃ ∈ ［０，００１，１００］，ｇ ∈ ［０．００１，
１ ０００］， 交叉验证折数 Ｖ ＝ ５；个体选择概率 ｇｇａｐ ＝
０．９。 各模型预测结果如图 ３ 所示，预测误差如图 ４
所示，预测指标见表 １。
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图 ３　 不同算法的预测值对比

Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ
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图 ４　 不同优化算法误差对比

Ｆｉｇ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｒｒｏｒｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ

表 １　 不同模型预测效果对比

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｅｆｆｅｃｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 ＲＭＳＥ ／ ＭＷ ＭＡＥ ／ ＭＷ

ＳＳＡ－ＳＶＭ ２．３４３ １．７６６

ＧＡ－ＳＶＭ ７．２２９ ５．５６２

ＳＶＭ ７．２８８ ５．９１９

　 　 为评价本文所建预测模型性能，引入平均绝对

误差 ＭＡＥ （ Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｏｒ ） 和均方根误差

ＲＭＳＥ （Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｏｒ）作为评价指标。 两

种评价指标公式（８）和公式（９）：

ＭＡＥ ＝ １
Ｎｐ
∑

ｎ

ｉ ＝ １
ｙｉ － ｙ^ｉ （８）

ＲＭＳＥ ＝ １
Ｎｐ
∑

ｎ

ｉ ＝ １
（ｙｉ － ｙ^ｉ） ２ （９）

　 　 其中， ｙｉ 表示实际风电发电功率；ｙ^ｉ 表示预测风

电发电功率；Ｎｐ 表示预测样本数量。
由表 １ 并结合图 ３，图 ４ 可以看出：ＳＳＡ－ＳＶＭ 模

型相较 ＧＡ－ＳＶＭ 和 ＳＶＭ 模型，在预测精度上有大

幅度提升；较之 ＧＡ－ＳＶＭ 模型和 ＳＶＭ 模型， ＭＡＥ
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指标分别减少３．７９ ６ ＭＷ和 ４．１５３ ＭＷ，相对改善百

分比分别为 ６８．２５％和 ７０．１６％。 对比 ＧＡ－ＳＶＭ 模型

和 ＳＶＭ 模型 ＲＭＳＥ 指标，ＳＳＡ－ＳＶＭ 模型分别减少

４．８８６ ＭＷ 和 ４． ９４５ ＭＷ，相对改善百分比分别为

６７．５９％和 ６７．８５％。
综上所述，本文所提出的 ＳＳＡ－ＳＶＭ 算法在预

测精度上改善最佳，ＧＡ－ＳＶＭ 算法次之，ＳＶＭ 算法

最差。 验证 ＳＳＡ 算法能有效解决 ＳＶＭ 学习参数选

择困难问题，并提高风电预测精确度。

５　 结束语

针对提升短期风电功率预测精确度问题，本文

提出基于麻雀搜索算法优化支持向量机学习参数，
建立 ＳＳＡ－ＳＶＭ 模型，该模型能有效提高支持向量

机选择学习参数的效率和预测准确度。 在内蒙古某

风电场风电预测仿真中，分别与 ＧＡ－ＳＶＭ 和 ＳＶＭ
模型预测结果做对比。

仿真结果表明：在 ＭＡＥ 和 ＲＭＳＥ 指标中，ＳＳＡ－
ＳＶＭ 预测模型都明显优于 ＧＡ－ＳＶＭ 和 ＳＶＭ 模型，
表明 ＳＳＡ－ＳＶＭ 模型适用于短期风电预测。

风电功率序列的随机波动特性导致原始序列中

的数据难以被完全挖掘，故需要借助数据分解技术

解决此问题，这也是未来重点研究和探索的方向。
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制的角度输出。 从图中可以看出，系统的位置输出

能够时刻保持对给定信号的跟随，相对于给定信号

滞后程度微小。 系统跟随性能和快速性能较为良

好，可以满足实际应用的需求。

５　 结束语

本文基于 ｓｉｍｕｌｉｎｋ 搭建了永磁同步电机三闭环

矢量控制模型，并通过对系统输入阶跃信号和正弦

信号来模拟驾驶过程中驾驶员对电机转向的需求，
具有很好的跟随效果。 通过对比传统 ＰＩ 控制，得出

在速度环增添模糊控制器可以获得更高的响应速度

和稳定性，为后续对线控转向系统的研究提供了理

论依据和基础。
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