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基于知识图谱表示学习的推荐算法优化

郝　 卫， 魏　 赟
（上海理工大学 光电信息与计算机工程学院， 上海 ２０００９３）

摘　 要： 本文提出基于知识图谱表示学习的推荐算法 ＴｒａｎｓＨ－ＣＦ。 通过表示学习方法，将电影数据集中的实体映射成对应的

实体向量，嵌入到低维空间中来，计算不同电影之间的语义相似度，与协同过滤计算出的电影相似度相结合，将混合后的结果

推荐给用户。 本文选取 ＴｒａｎｓＨ 翻译方法，与改进后基于物品的协同过滤算法相结合，弥补了传统协同过滤算法在热门电影相

似度计算时的劣势，也解决了 ＴｒａｎｓＥ 翻译方法在一对多，多对一，多对多关系建模的劣势。 实验结果表明，，此算法有效的提

高了电影推荐的准确率、召回率、Ｆ 值等评估因素。
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０　 引　 言

近年来随着信息技术的迅速发展，互联网数据

量呈指数型增长，给我们生活方式带来便利的同时

也明显的带来了信息过载问题［１］。 在巨大的数据

量和复杂的信息面前，用户如何得到自身感兴趣或

自身需要的信息成了当前研究的热点问题，具有代

表性的解决方案包括搜索引擎和推荐系统的研

究［２－３］。 相比于搜索引擎只能被动的为用户提供筛

选和过滤的功能，推荐系统可以主动的为更多的用

户服务千人千面的需求。 当前推荐系统已经运用在

电子商务，新闻媒体等领域。 具有代表性的应用包

括淘宝、京东等电子商务平台；今日头条、趣头条等

新闻媒体；Ｎｅｔｆｌｉ、ＹｏｕＴｕｂｅ 等视频软件。
２０１２ 年谷歌正式将知识图谱应用于应用谷歌

搜索中，用来提高搜索引擎展示答案的质量和用户

查询的效率。 知识图谱的概念最早可以引申到上个

世纪五十年代提出的语义网络［４］，区别在于知识图

谱侧重于实体间关系的描述，语义网络侧重于本体

与本体间关系的描述。 知识图谱包含了大量的实体

间关联关系，可以融合多种数据源和大量的数据来

丰富物品 ／项目的语义信息，在众多的场景中都可以

与推荐系统相结合，包括电影推荐，购物推荐等等。
通过将知识图谱与推荐系统相结合，可以有效的提

高推荐结果的准确性、可解释性等评估指标。
一种基于表示学习的推荐算法，以此来提高推

荐算法的推荐效果：通过知识图谱表示学习方法计

算不同电影之间的语义相似度，使用加权型混合方

法中的线性模型方法与改进后的协同过滤［５］ 计算

出的电影相似度结果进行融合，得到最终的推荐结

果，推荐给用户。



１　 理论介绍

１．１　 协同过滤推荐算法

目前协同过滤算法广泛地运用在电子商务，新
闻媒体，视频软件等领域。 协同过滤算法主要包括

基于用户，基于物品和基于模型三种类型。 基于用

户的协同过滤算法是利用相似统计的方法找到具有

相似爱好的用户，再将这些用户感兴趣的物品 ／项目

推荐给目标用户；基于物品的协同过滤算法是通过

计算物品 ／项目间的相似度，并结合用户的历史行

为，生成推荐列表，将结果推荐给用户；基于模型的

协同过滤算法是采用数据挖掘和机器学习的方法，
对物品的评分矩阵样本集训练学习，建立合适的推

荐模型，生成推荐列表，将结果推荐给用户。
１．２　 知识图谱

知识图谱是结构化的语义知识库，通过将关键词

映射到语义知识库，准确的匹配到库中的实体，从而

将用户需要的答案反馈给用户。 通常用实体来表示

人，公司，概念等现实中的实体，用关系来描述实体间

的联系。 三元组基本形式是“实体（ ｅｎｔｉｔｙ） －关系

（ｒｅｌａｔｉｏｎ） －实体（ ｅｎｔｉｔｙ）” 或“实体（ ｅｎｔｉｔｙ） －属性

（ａｔｔｒｉｂｕｔｅ）－属性值（ｖａｌｕｅ）”，通过这样的三元组可以

表示库中各实体间的关系和实体的的属性。 通过多

个三元组之间的关联关系，可以生成特定领域内的知

识图谱，知识图谱可以更加直接形象的描述实体之间

的关联关系，当两个实体在知识图谱中很相似，就意味

着二者在语义上十分接近，就可以判定二者是近邻。
１．３　 知识图谱在推荐系统中应用介绍

随着知识图谱研究的兴起，依靠知识图谱较强的

可解释性以及语义相似度计算，一些学者试着将知识

图谱与协同过滤算法进行融合，以此来提高推荐系统

的准确性等参数：Ｄｏｄｗａｄ 提出基于本体的层次结构

对概念进行加权的应用方法，可以将用户的偏好分析

的粒度划分的更细，使得结果更加的精准；Ｎｏｉａ 通过

利用基于开放链接数据语义丰富的特点，效的提高电

影推荐的准确率；Ｌáｓｚｌó 提出把电影数据集与用户信

息嵌入到同一个向量空间内，计算电影与用户之间的

空间距离，使得电影推荐的结果更准确，解释性更高。
目前常用的通过知识图谱中的表示学习方法，

利用知识图谱将三元组嵌入低维空间进行向量化，
可以进行实体间语义相似度计算。 表示学习实现了

实体和关系的分布式表示，可以显著提高计算效率，
有效的缓解数据稀疏性等。 目前表示学习主要运用

在语义相似度计算，知识图谱补全，关系抽取和自动

问答等方面［６］。

目前知识图谱表示学习实现方法较多，考虑到

构建的电影知识图谱电影数量众多并且评分矩阵具

有一定的稀疏性，所以选择了翻译模型［７］ 作为本算

法的实现方法。
２　 基于知识图谱表示学习的推荐算法

２．１　 基于 ＴｒａｎｓＨ 算法的知识图谱表示学习

运用较为广泛的翻译模型主要包括 ＴｒａｎｓＥ，
ＴｒａｎｓＨ，ＴｒａｎｓＲ 等模型；最为基础的 ＴｒａｎｓＥ 算法使

用 （ｈ，ｒ，ｔ） 来表示知识图谱的三元组，ｈ 表示头实

体，ｒ 表示关系，ｔ 表示尾实体。 通过 ＴｒａｎｓＥ 模型计

算出实体间的语义信息，与协同过滤算法融合后进行

推荐，混合推荐效果得到了一定的提升，如图 １ 所示。
ＴｒａｎｓＥ 算法的缺陷在于不能很好的解决一对

多，多对一，多对多关系建模的难题。 本文选用的

ＴｒａｎｓＨ 算法可以很好的解决上述问题。 与 ＴｒａｎｓＥ
不同的是，ＴｒａｎｓＨ 引入了两个新的定义：超平面和

关系向量，对于超平面 Ｗ，可以用法向量Ｗｒ 来表示，
用 ｄｒ 来表示 ｈ⊥ 、 ｔ⊥ 的间距。。 关系向量 ｈ⊥ 是 ｈ 向

量在超平面上的投影， ｔ⊥ 是 ｔ 向量在超平面上的投

影。 通过此操作可以在保证复杂度与 ＴｒａｎｓＥ 算法

相近的前提下，
保留复杂的关系映射属性，如图 ２ 所示。
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图 １　 ＴｒａｎｓＥ 模型　 　 　 　 　 图 ２　 ＴｒａｎｓＨ 模型

Ｆｉｇ． １　 ＴｒａｎｓＥ ｍｏｄｅｌ 　 　 　 　 Ｆｉｇ． ２　 ＴｒａｎｓＨ ｍｏｄｅｌ

　 　 为了满足任一实体在不同的关系中的意义不

同，与此同时不同实体在相同关系中的意义相同，三
元组需要满足 ｈ⊥ ＋ ｄｒ ＝ ｔ⊥。 对于超平面 Ｗ，可以用

法向量 Ｗｒ 来表示可以得到头实体和尾实体映射到

超平面的公式（１）和公式（２）：
ｈ⊥ ＝ ｈ － ｗΤ

ｒ ｈ ｗｒ， （１）
ｔ⊥ ＝ ｔ － ｗΤ

ｒ ｔ ｗｒ， （２）
　 　 增加约束条件：‖ ｗｒ‖２

２ ＝ １。 可以用损失公式

（３）进行训练：
　 ｆｒ ｈ，ｔ( ) ＝ ‖ ｈ － ＷＴ

ｒ ｈ Ｗｒ( ) ＋ ｄｒ－ ｔ－ＷＴｒ ｔＷｒ( ) ‖２
２ ． （３）

ＴｒａｎｓＨ 模型训练的核心思想是采用最大间距。
２．２　 ＴｒａｎｓＨ－ＣＦ 混合过滤推荐算法

结合知识图谱和协同过滤算法的各自的优势，
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本文提出一种基于知识图谱表示学习的协同过滤算

法：通过分析处理已经成熟的数据集，得到用户对电

影的评分矩阵，利用协同过滤算法计算出电影的相

似度；将构建电影知识图谱中的电影实体嵌入到低

维空间中进行向量化，计算电影实体之间的语义相

似度，最后将二者计算出的相似度融合，生成最终的

推荐列表推荐给用户。 考虑到电影领域内影片的数

量远远小于用户数量，且具有更好的解释性，所以选

择基于物品的协同过滤算法进行算法实现。
本文提出的 ＴｒａｎｓＨ－ＣＦ 算法流程如图 ３ 所示。

结束

生成推荐结果
进行推荐

算法结果加权
混合

计算电影语义
相似度

TransH表示学习
方法

电影实体向量化

构建电影知识图谱

改进后的协同过滤
算法计算相似度

获取并分析评分矩阵

开始

图 ３　 ＴｒａｎｓＨ－ＣＦ 算法流程图

Ｆｉｇ． ３　 ＴｒａｎｓＨ－ＣＦ Ａｌｇｏｒｉｔｈｍ Ｆｌｏｗ Ｃｈａｒｔ

　 　 算法描述：
ｉｎｐｕｔ：电影－用户评分矩阵和电影知识图谱

ｏｕｔｐｕｔ：基于知识图谱表示学习的推荐算法

ＴｒａｎｓＨ－ＣＦ
（１）根据电影－用户评分矩阵 Ｒｍ×ｎ， 通过协同

过滤算法计算电影之间的相似度；
（２）将电影与电影知识图谱中的实体一一对

应，得到实体对应列表；
（３）通过 ＴｒａｎｓＨ 模型计算电影之间的语义相

似度；
（４）算法融合，选择合适的两种算法融合比例，

并确定近邻数 Ｋ 的数值和嵌入的维度；
（５）生成推荐列表推荐，推荐给用户。

２．３　 基于知识图谱的语义相似度计算

表示学习目的在于将语义信息表示为低维向

量。 在低维向量空间中，两个实体距离越近，说明两

个实体的语义相似度越高。 本文采用较为常用欧式

距离对于电影实体进行相似度计算。 对于 Ａ，Ｂ 两

个实体向量，相似性度量公式（４）：

ｓｉｎｓｅｍ Ａ，Ｂ( ) ＝ １ － ‖Ａ － Ｂ‖
‖Ａ － Ｂ‖ ＋ １

． （４）

　 　 从公式（４）可以得出，当计算结果数值越接近 １，
实体向量电影 Ａ和电影 Ｂ 越相似，在构建出的电影知

识图谱中两者语义相似度越高；当数值越接近 ０，表
示在构建出的电影知识图谱中两者语义相似度越低。
２．４　 改进后的基于物品的协同过滤及其相似度计算

户观看完电影后，会根据自己的喜好对电影进

行打分评价，通过数据处理可以得到一个用户－电
影的评分数据集，评分的高低代表用户对于电影的

喜好程度。 将用户－电影的评分数据集作为协同过

滤算法的输入，计算电影的相似度，根据得出的电影

相似度生成电影推荐列表，推荐给用户。
假设数据集中有 ｎ 个用户 Ｉ ＝ （ Ｉ１， Ｉ２，… Ｉｎ），共

有ｍ部电影Ｕ ＝ （Ｕ１，Ｕ２，…Ｕｍ），用户 － 电影的评分

矩阵为Ｒｍ×ｎ，评分矩阵Ｒｍ×ｎ 可以表示为：

Ｒｍ×ｎ ＝

Ｒ１１ Ｒ１２ … Ｒ１ｍ

Ｒ２１ Ｒ２２ … Ｒ２ｍ

︙ ︙ ︙ ︙
Ｒｎ１ Ｒｎ２ … Ｒｎｍ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

．

　 　 评分矩阵中，每个 Ｒ 代表某用户对某部电影的

喜好程度即评分。 例如：分数 Ｒ ｉｊ 表示是用户Ｉｉ 对于

电影Ｕ ｊ 的评分， 评分区间为［１，５］。 当同一用户对

于不同电影评分相近时，则判定他们为近邻。
目前比较多用的相似度计算方法包括欧几里得

距离，皮尔逊相关系数，余弦相似度计算等。 由于评

分矩阵的稀疏性，所以采用余弦相似度计算方法。
余弦相似度计算方法是计算出两个评分向量之间的

夹角余弦值，计算公式（５）：

ｃｏｓ θ( ) Ａ，Ｂ( ) ＝ Ａ·Ｂ
‖Ａ‖·‖Ｂ‖

＝

　 　 　
∑ ｎ

ｉ ＝ １
Ａｉ × Ｂ ｉ

∑ ｎ

ｉ ＝ １
Ａｉ２( ) × ∑ ｎ

ｉ ＝ １
Ｂ ｉ２( )

． （５）

余弦值的范围为［０，１］，计算出的余弦值越接

近 ０ 时，表明评分差异越大；计算出的余弦值越接近

１ 时，表明评分差异越小。
传统的协同过滤算法通过比较用户共同评分过的

电影，根据电影的评分差值进行相似度计算。 这种相

似度计算模型没有考虑到电影的热门程度对相似度的
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影响，某些热门电影无法体现或者较少地体现用户的

个性和潜在的兴趣爱好，也就无法表现出用户间的强

相似性，这时应该弱化它们对相似度计算的影响。 所

以有研究人员推出了物品的热门程度计算公式（６）：
ｐｆｃ ＝ ｆ －ａｃ ， （６）

其中， ｐ ｆｃ 是为电影 ｃ 的热门因子，代表电影 ｃ 热门

程度对相似度的贡献；α 参数称之为平衡参数，其取

值范围为 α＞０，表示电影的热门程度对热门因子的

影响因数。 ｆｃ 是电影的热门程度，计算公式（７）：

ｆｃ ＝
丨ｍｃ 丨

丨 Ｍ 丨
， ｆｃ ∈ ０，１( ) ， （７）

其中 ｍｃ 代表对电影进行评分的用户数量， Ｍ 代表

用户总数量。
改进后的余弦相似度计算公式（８）：

ｃｏｓ θ( ) Ａ，Ｂ( ) ＝
∑ ｎ

ｉ ＝ １
Ａｉ × Ｂ ｉ × ｐｆｃ

∑ ｎ

ｉ ＝ １
Ａｉ

２( ) × ∑ ｎ

ｉ ＝ １
Ｂ ｉ

２( )

． （８）

可见，当电影热门程度越高时， ｐ ｆｃ 越小，对于

相似度计算的影响越小；反之当电影越冷门， ｐ ｆｃ 越
大，相似度则会得到加强。
２．５　 相似度融合

目前在推荐系统中使用较多的相似度融合方法

包括加权型混合推荐中的线性模型，回归模型

（ Ｌｏｇｉｓｔｉｃ Ｒｅｇｒｅｓｓｉｏｎ ）， ＧＢＤＴ （ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｅｄ
Ｄｅｃｉｓｉｏｎ Ｔｒｅｅｓ）等方法，本文使用加权型混合的线性

模型方法。 通过设置参数，将两种算法进行混合，在
数据集上反复测试，最终得到最合适的参数值，使得

推荐结果最为准确。 计算公式如式（９）所示：
　 ｓｉｎＣ ＝ ∂ｓｉｎｓｅｍ Ａ，Ｂ( ) ＋ １ － ∂( ) ｃｏｓ θ( ) Ａ，Ｂ( ) （９）

其中， ｓｉｎＣ 为经过算法混合后的最终电影相似

度， ｓｉｎＣ 为基于物品的协同过滤计算出的电影相似

度， ｓｉｎｓｅｍ Ａ，Ｂ( ) 为基于知识图谱表示学习计算出的

语义相似度。 α 为比例参数，代表基于物品的协同

过滤算法计算出的电影相似度在融合算法计算出的

电影相似度占比，α 的范围设定为［０，１］。
３　 实验结果及分析

３．１　 数据集

本文实验使用 Ａｍａｚｏｎ 的电影评分数据集，数
据集记录了用户对电影的评价，评分范围从 １ 分到

５ 分， １ 代表用户对于电影喜好程度最低，５ 代表用

户对于电影喜好程度最高。 使用 ｍｅｔａｄａｔａ 将数据集

中电影的编号与该电影所在知识图谱中的实体一一

对应。 本文选用了 Ｆｒｅｅｂａｓｅ 中的电影本体作为本实

验的知识图谱数据集，版本号为 ２０１２－１１－９。 数据

集中包括了导演，演员等本体对象。 用实体的名称

来代替数据集中电影的 ｉｄ，提取出所需要的电影实

体和电影实体之间的关系。 最终得到共计 ２０ 个知

识图谱的语义关系。 对于数据集采用了字符串规则

匹配的方法进行数据清理，使得 Ａｍａｚｏｎ 评分数据

和 Ｆｒｅｅｂａｓｅ 数据集可以更好地匹配。
３．２　 实验结果评价指标

评估推荐系统的指标包括准确率 （ｐｒｅｃｉｓｉｏｎ），Ｆ
值（Ｆ － ｍｅａｓｕｒｅ），召回率（ｒｅｃａｌｌ）。 准确率体现了推

荐给用户喜欢的电影占总推荐电影数量的比例，召回

率体现了推荐的电影占用户喜欢电影的比例，Ｆ 值是

二者的调和平均值，能够更加合理的评估推荐算法。
３．３　 算法结果分析

３．３．１　 两种算法混合比例以及嵌入维度的确定

本文使用加权型混合方法中的线性模型方法与

协同过滤的推荐算法进行融合，在实验中首先确定

融合比例，比例不同，电影推荐的效果也有所不同。
本实验中 Ｔｏｐ－Ｋ 近邻数 Ｋ 选取 １００，表示学习嵌入

维度选取 ２００。 两种推荐算法混合的比例从 ０ ∶ １０
到 １０ ∶ ０ 分别取整数值进行计算。 图为实验结果中的

准确率、召回率和 Ｆ 值的曲线。 每组实验同数据同时

测 １０ 次，得出的结果取平均值，结果如图 ４－５ 所示。
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图 ４　 Ｋ＝１００ 时的准确率和 Ｆ 值

Ｆｉｇ ４　 Ｐｒｅｃｉｓｉｏｎ ａｎｄ Ｆ－ｍｅａｓｕｒｅ ａｔ Ｋ＝１００
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图 ５　 Ｋ＝１００ 时的召回率

Ｆｉｇ． ５　 Ｒｅｃａｌｌ ａｔ Ｋ＝１００
　 　 从实验结果分析得到：在一定范围内准确率、召
回率和 Ｆ 值随着协同过滤算法的占比增加而增加，
超过了准确率、召回率和 Ｆ 值会逐渐下降，效果较

差。 对于本实验结果，采取表示学习和协同过滤算
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法融合比例为 ５ ∶ ５。
　 　 表示学习方法选择嵌入的维度不同也会影响最

终推荐结果的评估。 本实验选取 １００， ２００， ３００，
４００，５００ 这 ５ 个维度进行试验，分别比较不同维度

下的召回率、准确率和 Ｆ 值。 每组实验相同数据测

试 １０ 次，实验结果如 ６－图 ７ 所示。
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图 ６　 不同维度的准确率和 Ｆ 值

Ｆｉｇ． ６　 Ｐｒｅｃｉｓｉｏｎ ａｎｄ Ｆ－ｍｅａｓｕｒｅｉｎ ｄｉｆｆｅｒｅｎｔ ｄｉｍｅｎｓｉｏｎ
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图 ７　 不同维度的召回率

Ｆｉｇ． ７　 ｅｃａｌｌ ｉｎ ｄｉｆｆｅｒｅｎｔ ｄｉｍｅｎｓｉｏｎ

　 　 从实验结果分析得到：当嵌入维度为 ２００ 时，得
到的三个评价指标最优，因此表示学习嵌入维度选

定为 ２００。
３．３．２　 算法结果对比

本文将提出的 ＴｒａｎｓＨ－ＣＦ 算法与知识图谱表

示学习与协同过滤融合的 ＴｒａｎｓＥ－ＣＦ 算法，改进后

的协同过滤算法：Ｃｏｓｉｎｅ－ＣＦ 算法、Ａｄｊｕｓｔ Ｃｏｓｉｎｅ－ＣＦ
算法、Ｐｅａｒｓｏｎ－ＣＦ 算法进行比较。 在对比实验中，
选择的四组近邻数分别为 ６０，８０，１００，１２０。 每组实

验做 １０ 次后取均值。 结果如图 ８～图 １０ 所示：
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图 ８　 不同近邻数的准确率

Ｆｉｇ． ８　 Ｐｒｅｃｉｓｉｏｎ ｉｎ ｄｉｆｆｅｒｅｎｔ Ｋ

60 80 100 120
近邻数

TransH-CF
Cosine-CF

TransE-CF
Norm-CF

0.18

0.16

0.14

0.12

0.10

0.08

0.06

召
回

率

图 ９　 不同近邻数的召回率

Ｆｉｇ． ９　 Ｒｅｃａｌｌ ｉｎ ｄｉｆｆｅｒｅｎｔ Ｋ
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图 １０　 不同近邻数的 Ｆ 值

Ｆｉｇ．１０　 Ｆ－ｍｅａｓｕｒｅ ｉｎ ｄｉｆｆｅｒｅｎｔ Ｋ

　 　 从实验结果分析得到：当选取嵌入维度为 ２００，
近邻数为 ６０ 到 １２０ 之间时，ＴｒａｎｓＨ－ＣＦ 算法在准确

率、召回率和 Ｆ 值 ３ 个评估参数均为最优。
４　 结束语

本文提出了融合表示学习方法和改进后的协同

过滤算法 ＴｒａｎｓＨ－ＣＦ：通过表示学习方法计算电影

的语义相似度，与改进后的协同过滤算法计算出的

电影相似度混合，得出最终的推荐结果，表示学习模

型使用了 ＴｒａｎｓＨ 模型。 实验数据表明 ＴｒａｎｓＨ－ＣＦ
算法可以有效的提高电影推荐的准确率、召回率以

及 Ｆ 值等指标，ＴｒａｎｓＨ 算法与协同过滤混合推荐的

结果也要优于 ＴｒａｎｓＥ 与协同过滤混合推荐的结果。
利用实体的语义信息增强了推荐结果的可解释性。
下一步将尝试将知识图谱运用到用户画像构建中，
与协同过滤的结果进行混合推荐，进一步的优化推

荐结果。
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