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摘　 要： 基于深度学习的方面级情感分析中，不同特征对情感分类的重要性不同，常用方法仅嵌入方面信息获取分类结果。
本文设计了一种嵌入情感特征信息的多通道模式网络模型，网络中提取单词词性、极性、方面词相对位置信息，形成不同特征

通道；方面信息与方面情感极性融合，经过线性转换与通道特征结合；设计扩大的动态记忆链，加入特定方面目标词改进

ＬＳＴＭ。 比较传统方法，提高了分类准确率，实现了深层次的方面情感分类。 在 ＳｅｍＥｖａｌ ２０１４ 两个数据集和 Ｔｗｉｔｔｅｒ 数据集上

进行对比实验，验证了不同嵌入特征对模型影响力的大小不同，以及 ＬＳＴＭ 的改进均使文本情感分类准确率得到了不同程度

的提升。
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０　 引　 言

情感分析是自然语言处理的任务之一，如何从

社交网络众多文本信息中判断用户的情感倾向，分
析人们对产品、服务、事件、主题及其属性等实体对

象所持的意见、情感、评价、看法和态度等主观感受，
是情感分析的主要研究工作。 方面级情感分析，是
针对同一实体不同方面属性挖掘更深层次的情感表

达。 其中包括两个子任务，首先是方面词的提取，它
可以是一个单词，也可以是一个短语；接着是针对各

个方面分析其情感极性。 例如句子：“Ｇｏｏｄ ｆｏｏｄ ｂｕｔ
ｄｒｅａｄｆｕｌ ｓｅｒｖｉｃｅ ａｔ ｔｈａｔ ｒｅｓｔａｕｒａｎｔ”。 其中语句评论的

对象是餐厅，句中分别描述了两个方面： ｆｏｏｄ 和

ｓｅｒｖｉｃｅ，相对应的情感极性分别是积极和消极。
早期，文本分类问题采用传统的机器学习算法，

其训练集需要经过大量人工标注的过程，从而在训

练集上进行特征提取，构建文本分类模型，因此它基

于复杂的人工规则和特征工程［１］。 近年来，深度学

习被广泛应用于自然语言处理中，它的最大优点是

能自动学习大量数据中的潜在特征。 深度神经网络

模型在机器翻译、文本分类等任务中显现出较好的

效果，同时结合注意力机制，在训练过程中高度关注

特定目标的特征信息，针对不同目标调整参数［２－４］。
在情感分析领域，当下使用最多的模型是卷积神经

网络和循环神经网络［５－６］，卷积神经网络没有时序

性，提取的是文本局部特征，而循环神经网络有时序

性。 当前的决策除了和当前的输入相关外，还和上

一决策相关，可以捕捉到网络的时序性，从而可以捕

捉文本的上下文语义信息。
文本的一个句子中若存在多个特定方面目标，

则句子情感可能存在多样性，同一个用户评论中也



可能存在两个以上的情感极性，而现有文献没有考

虑句子中单词和方面的情感极性信息。 情感极性信

息对判断句子情感有着重要作用，这一点和特征工

程算法有相似之处。 单词和方面词之间的位置信息

可帮助判断单词对方面词的影响力大小，方面、词性

信息对情感极性都有不同程度的影响。 基于上述问

题，本文提出一种基于多通道模式和改进双向循环

神经网络的方面级情感分析模型，主要贡献如下：
（１）提出一种多通道－双向－ＡＬＳＴＭ 模式进行

特定方面级情感分析。 模型利用不同通道对现有文

本任务中围绕方面抽取的丰富情感资源建模。
（２）分别抽取单词词性、单词情感极性和相对

方面词的位置信息，从不同角度学习挖掘更多的隐

藏信息。 同时嵌入了方面信息，并融入相应方面情

感极性。 融合后，经过线性转换与通道特征结合，从
而实现深层次的方面情感特征学习。

（３）在传统 ＬＳＴＭ 网络的基础上添加了预定义

的方面目标属性。 设计扩大的内部记忆链获取情感

特征，利用内部记忆链上动态记忆单元控制情感信

息的远距离依赖。
（４）在 ＳｅｍＥｖａｌ ２０１４ 的两个数据集和 Ｔｗｉｔｔｅｒ 数

据集上进行对比实验，验证了该方法中不同特征对

模型准确率提升程度不同。 特征的加入使情感分类

准确率均得到了有效提升。 对传统 ＬＳＴＭ 的改进提

高了分类准确率，加快了训练的收敛速度。
１　 相关工作

早期的神经网络模型采用递归神经网络（ＲＮＮ）
结构［７］，句法结构信息的使用虽然提高了情感分类准

确率，但句法分析的准确率对结果影响较大，尤其对

非书面表达时效果欠佳。 Ｓｏｃｈｅｒ 等［８］ 提出的递归神

经张量网络（ＲＮＴＮ），用分布式向量表示短语；Ｋａｌｃｈｂ
－ｒｅｎｎｅｒ 等［９］提出了一种动态卷积神经网络（ｄｙｎａｍｉｃ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｔｒａｌ ｎｅｔｗｏｒｋ，简称 ＤＣＮＮ），用于句子

级的语义建模。 文献［１０］ 利用长短期记忆网络

（ＬＳＴＭ）抽取文本中的情感特征。 ＬＳＴＭ 是 ＲＮＮ 的变

体，较好的解决了长距离依赖问题。 双向长短期记忆

网络（ｂｉ－ＬＳＴＭ） ［１１］和具有注意力机制的双向循环神

经网络模型都有较好的性能表现［１２］。 Ｗａｎｇ 等［１３］ 提

出 ＡＥ－ＬＳＴＭ 神经网络和 ＡＴＡＥ－ＬＳＴＭ 神经网络模

型，后者比前者增强了方面嵌入的效果，两者都是通

过 ＬＳＴＭ 建模，对上下文建模后结合文本隐藏状态和

方面信息生成注意力向量，最终得到方面的情感分

类。 Ｔａｎｇ 等［１４］ 提出基于方面的 ＴＤ －ＬＳＴＭ 模型和

ＴＣ－ＬＳＴＭ 模型，两者皆利用方面的上下文语义信息

作为输入一部分进行情感分类。 Ｒｕｄｅｒ 等［１５］ 提出层

次化的 Ｂｉ－ＬＳＴＭ 模型，将单词向量作为句子级 Ｂｉ－
ＬＳＴＭ 的输入。 Ｍａ 等［１６］基于注意力机制同时获取方

面信息和上下文语义信息的重要部分，是一种交互式

的网络模型。 Ｔａｎｇ 等［１７］提出基于端到端存储网络的

方面级情感分析，利用外部存储器通过注意力机制获

取方面上下文语义的权重信息。
近期的方面级情感分析大部分围绕 ＲＮＮ 网络

的设计与注意力机制的结合，及分类器设计等方面

工作的研究，以求提升模型性能。
２　 多通道双向 ＬＳＴＭ 网络

本文提出的多通道方面级情感双向循环神经网

络基本模型如图 １ 所示。
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图 １　 多通道双向 ＧＲＵ 网络模型
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　 　 该模型由 ４ 部分组成：
（１）获取信息层。 基于文本语言知识，围绕文

本方面词抽取一系列情感特征信息。 其中包括词性

信息、情感极性、词语相对方面词的位置信息，从而

充分的获取句子情感。
（２）多通道输入层。 融合方面词向量和方面极

性信息，将形成的方面特征信息和三个通道特征向

量融合，得到最终的通道特征信息，待进入网络获取

上下文信息。
（３）改进的多通道 ＬＳＴＭ 网络层。 该部分对传

统的 ＬＳＴＭ 网络进行了改进，在 ＬＳＴＭ 网络的基础
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上添加了预定义的方面属性类别；设计了一种内部

记忆链获取情感特征；利用动态记忆单元控制情感

信息的远距离依赖。
（４）情感输出层，输出最终的情感分类结果。

２．１　 获取情感信息

研究表明，忽略文本方面信息是导致情感分类

失败的原因之一，充分证明了方面信息的重要性。
因此，本文将基于文本语言知识，围绕文本方面词获

取一系列情感特征信息。 包括：词性信息、情感极

性、单词相对方面词的位置信息。 通过与文本词向

量融合分三个通道作为 Ａｓｐ 模型输入。
（１）词向量

文本句子中隐含着情感分类所需的语义信息，
通过将文本向量化获取句子的特征信息。 利用工具

Ｇｌｏｖｅ 将词语向量化，设维度设为 ３００。 给定句子 ｓ
＝ ｛ｗ１

ｓ ，ｗ２
ｓ ，．．．，ｗｎ

ｓ ｝，ｎ 表示句子长度，句中 ｗ ｉ 表示句

子 ｓ 的第 ｉ 个单词；给定方面 Ａｓｐ ＝ ｛ｗ１
ａ，ｗ２

ａ，．．．，ｗｍ
ａ ｝，

其中包含 ｍ 个单词。 得到 ｓ 的词嵌入矩阵为 Ｗｓ ＝
［ｗｖ１，ｗｖ２，．．．，ｗｖｎ］，ｗｖ ∈ Ｒｄ１、 特定方面目标的词嵌

入矩阵 ＷＡｓｐ ＝ ［ｗａ１，ｗａ２，．．．，ｗａｍ］，ｗａ ∈ Ｒｄ２， 其中，
ｄ１，ｄ２ 分别是句子和方面的词向量维度。

（２）词性

单词词性暗含用户对方面的主观意识和情感极

性。 本文通过工具 ＰＯＳ Ｔａｇｇｅｒ 对单词进行词性标

注，将得到的单词词性进行 ｏｎｅ ｈｏｔ 编码。 句子的词

性设为： ｐｏｓ ＝ ｛ｗ１
ｐｏｓ，ｗ２

ｐｏｓ，．．．，ｗｐ
ｐｏｓ｝，ｗｐｏｓ ∈ Ｒｄ３。 标签

级包含 ３６ 种词性， ｐ为词性长度， ｄ３ 为向量的维度。
若对应单词无词性标注，则将向量设置为 ０。

（３）位置信息

句子单词相对方面词的位置信息，在一定程度

上反映了单词对情感分类的影响力大小。 单词相对

于方面词的位置信息计算如式（１）所示。
ｐｉ ＝ ｉ － ｐａｓｐ，１ ≤ ｉ ≤ ｌｅｎ（ ｓ） （１）

其中， ｐｉ 表示句子 ｓ在第 ｉ个位置上相应单词的位置

信息， ｌｅｎ（ ｓ） 为 句 子 的 长 度， ｐａｓｐ （１ ≤ ｐａｓｐ ≤
ｌｅｎ（ ｓ）） 表示方面词在句中的顺序排位。 上式将句

子以方面词为中心，划分左右两部分。 右边以方面

词为起始，依次扫描，以 １ 为步长递增；左边依次以

１ 为步长递减。 情感词对方面词的权重影响大小和

相对距离成反比。 由此得到句子的位置信息表示：
ｌｏｃ ＝ ｛ｗ１

ｌｏｃ，ｗ２
ｌｏｃ，．．．，ｗ ｌ

ｌｏｃ｝，ｗ ｌｏｃ ∈ Ｒｄ４， 其中 ｌ 表示位置

信息的长度， ｄ４ 表示词向量的维度。
（４）情感极性

不同词性的单词情感分数不同，在不同语境下单

词的情感分数也不同。 利用工具 ＳｅｎｔｉＷｏｒｄＮｅｔ 在已

获取单词词性的基础上计算单词的情感极性。 将单

词在不同语境下的情感分数取均值，情感极性用一个

二维数组表示，两个元素分别代表积极分数和消极分

数，分别用正值和负值表示。 根据已知词性，将相应

情感分数置于数组对应位置上。 句子情感极性和方

面情感极性分别表示为： ｓｓ ＝ ｛ｗ１
ｓｓ，ｗ２

ｓｓ，．．．，ｗｎ
ｓｓ｝，ｓｓａ ＝

｛ｗ１
ｓａ，ｗ２

ｓａ，．．．，ｗｍ
ｓａ｝， 词向量维度分别是 ｄ５，ｄ６。

２．２　 多通道输入层

在 ２．１ 节基础上形成三个通道作为网络模型的

输入。 以句子词向量为主体，分别和词性特征向量、
位置特征向量、情感极性特征向量，通过拼接操作形

成三个输入通道，如式（２）－（４）所示。
ｏｄ１＋ｄ３
１ ＝ Ｗｄ１

ｓ 􀱇 ｐｏｓｄ３， （２）
ｏｄ１＋ｄ４
２ ＝ Ｗｄ１

ｓ 􀱇 ｌｏｃｄ４， （３）
ｏｄ１＋ｄ５
３ ＝ Ｗｄ１

ｓ 􀱇 ｓｓｄ５， （４）
　 　 由此得到三个通道的待输入特征信息。 其中，
ｄ１ ＋ ｄ３，ｄ１ ＋ ｄ４，ｄ１ ＋ ｄ５ 分别为三组特征向量的维度。

将方面词向量和方面极性融合、方面信息和已

得到的三个待输入通道特征依次融合，得到最终的

三个通道特征信息，进入改进的双向 ＬＳＴＭ 网络。
ａｓｐｓｓ１ 表示方面词和方面极性融合的计算结

果。 假设方面词包含单词数最多为 Ｍ， 则 ａｓｐｓｓ１ 的

维度为 Ｍ∗（ｄ２ ＋ ｄ６）， 为了与待输入的通道特征结

合，通过一次线性转换得到方面信息 ａｓｐｓｓ， 如式

（５）所示：
ａｓｐｓｓ ＝ Ｗａｓｐｓｓ × ａｓｐｓｓ１． （５）

其中， Ｗａｓｐｓｓ 是 １∗Ｍ 维的权重参数。
２．３　 改进的多通道双向 ＬＳＴＭ 网络

基于方面目标词的细粒度情感分析，需要模型

能够精确地识别方面相关的情感特征，从而进行情

感分类。 本节在 ＬＳＴＭ 网络的基础上进行了改进，
在对网络模型扩展的同时更有利于获取方面相关的

情感特征。 网络模型中添加了预定义的方面属性类

别，通过形成的内部记忆链获取方面属性情感特征，
利用动态记忆单元控制情感信息的远距离依赖，内
部记忆链通过注意力机制获取情感分类。 改进后的

模型网络结构如图 ２ 所示。
　 　 其中： ｗ ｉ

ｓ： 表示文本中的词向量； ｗ ｊ
ａ： 表示第 ｊ

个预定义的方面属性； ｈ ｊ
ｉ －１： 表示当前输入的方面属

性 ｊ的上一时刻隐层状态； ｚ ｊｉ －１：表示方面属性 ｊ在内

部记忆链中上一时刻的隐层状态； ｋ ｊ
ｉ： 表示方面属

性 ｊ 的门控单元； ｈ ｊ
ｉ 、 ｚ ｊｉ 分别表示当前时刻网络和内
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部记忆链的隐层状态。 每一个方面属性类别都对应

一个内部状态链，其中扩展的内部记忆链上的动态

记忆模块是一个 ＧＲＵ 单元，用来控制长距离依赖的

情感信息，每输入一个 ｗ ｉ
ｓ，计算当前方面属性 ｊ的临

时隐层状态 ｈ ｊ
ｉ， 从而通过门控单元和内部记忆链更

新 ｈ ｊ
ｉ。 计算公式如式（６）－（９）所示：

ｈ ｊ
ｉ ＝ ∅（Ｘｈ ｊ

ｉ －１ ＋ Ｙｗ ｊ
ａ ＋ Ｕｗ ｉ

ｓ）， （６）
ｚ ｊｉ ＝ ＧＲＵ（ｈ ｊ

ｉ，ｚ ｊｉ －１）， （７）
ｋ ｊ
ｉ ＝ σ（ｗ ｉ

ｓ·ｈ ｊ
ｉ －１ ＋ ｗ ｉ

ｓ·ｗ ｊ
ａ ＋ Ｖ·ｚ ｊｉ）， （８）

ｈ ｊ
ｉ ＝ ｈ ｊ

ｉ －１ ＋ ｋ ｊ
ｉｈ ｊ

ｉ ． （９）
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图 ２　 改进的双向 ＬＳＴＭ 网络

Ｆｉｇ． ２　 Ｉｍｐｒｏｖｅｄ ｔｗｏ－ｗａｙ ＬＳＴＭ ｎｅｔｗｏｒｋ

　 　 其中： Ｘ、Ｙ、Ｕ、Ｖ 是待训练参数，∅和 σ 是非线

性的激活函数，☉代表元素相乘。 临时隐层状态 ｈ ｊ
ｉ

由方面属性、上一时刻的内部记忆状态和当前输入

的信息线性变换组成。 门控单元 ｋ ｊ
ｉ 由式（８）中第一

部分的内容信息和第二部分的位置信息决定。 当输

入的向量和方面词向量相符，并含有方面相关情感

特征时，门控单元的计算则对方面属性的上一步隐

层状态提供更丰富深层的信息量。 门控单元计算式

子中第三部分为远距离依赖信息，若当前进入的词

向量与方面属性存在远距离状态，则门控单元的计

算给当前的隐层状态提供更多的更新信息。 由此可

见，内部状态链上的记忆模块实现了方面相关信息

长距离依赖的情感信息控制功能。 最终得到的网络

当前隐层状态由式（９）中上一步的隐层状态和代表

更新信息量的 ｋ ｊ
ｉｈ ｊ

ｉ 合并求得。 当前的隐层状态值通

过遗忘过期信息将取值缩至单元距离间，以此丢掉

网络中已过期信息。
本文采用双向网络学习特征的上下文信息，沿

着前后两个方向进行建模，最终得到双向循环网络。
其表示如式（１０）所示：

ｈｃ ＝ ｈ
→

ｉ ＋ ｈ
←

ｉ （１０）

　 　 ｈ
→

ｉ 和 ｈ
←

ｉ 分别表示前向和后向的隐藏状态， ｈｃ 是最

终输出的隐藏状态，是前向和后向隐藏状态的级联。
２．４　 情感分类层

通过改进的 Ｂｉ－ＡＬＳＴＭ 网络，得到三个隐藏层

输出，经过归一化处理分别得到三个不同的情感特

征，然后进入 Ｍｅｒｇｅ 层。 通过 􀱇 操作得到情感分类

层的输入向量 ｘ， 放到情感分类器，从而得到情感极

性结果如式（１１）所示：
Ｐ ＝ Ｓｏｆｔｍａｘ（ｗｐｘ ＋ ｂｐ）， （１１）

　 　 其中， ｗｐ，ｂｐ 分别表示权重参数和偏置参数，本
文在模型训练过程中使用交叉熵作为损失函数，如
式（１２）所示：

ｌｏｓｓ ＝ ∑
Ｄ

ｉ ＝ １
∑

Ｃ

ｊ ＝ １
ｙ ｊ
ｉ ｌｏｇｐ ｊ

ｉ ． （１２）

　 　 其中， Ｄ、Ｃ 分别为训练数据大小和类别数， ｙ、ｐ
分别为实际类别和预测类别。
３　 实　 验

３．１　 数据集

本文提出的基于多通道模式的双向 ＬＳＴＭ 方面

情感分析模型（ＭＣＢＬ），在三个数据集上进行验证。
实验采用 ＳｅｍＥｖａｌ ２０１４ Ｔａｓｋ４ 的 Ｌａｐｔｏｐ、Ｒｅｓｔａｕｒａｎｔ
数据集。 其中包含四种情感类别：积极的、消极的、
中立的、冲突的，最后一种类别数据所占比例较低，
实验中只保留前三种。 第三个数据集来自文献

［１９］的 Ｔｗｉｔｔｅｒ 数据集，三个数据集数据统计结果如

表 １ 所示。
表 １　 数据集信息

Ｔａｂ． １　 Ｄａｔａ ｓｅｔ ｉｎｆｏｒｍａｔｉｏｎ

Ｒｅｓｔａｕｒａｎｔ

Ｔｒａｉｎ Ｔｅｓｔ

Ｌａｐｔｏｐ

Ｔｒａｉｎ Ｔｅｓｔ

Ｔｗｉｔｔｅｒ

Ｔｒａｉｎ Ｔｅｓｔ

积极 ２ １６４ ７２８ ９９４ ３４１ １ ５６１ １７３
消极 ８０７ １９６ ８７０ １２８ １ ５６０ １７３
中立 ６３７ １９６ ４６４ １６９ ３ １２７ ３４６
总计 ３ ６０８ １ １２０ ２ ３２８ ６３８ ６ ２４８ ６９２

３．２　 评价指标和参数设置

实验过程中采用准确率作为评价指标，向量初

始化采用 Ｇｌｏｖｅ 词向量。 词向量维度为 ３００，词性、
级性、位置信息特征维度为 １００。 采用均匀分布

Ｕ（ － ０．１，０．１） 对未登陆词初始化，偏置初始化为 ０。
训练采用 Ａｄａｍ［２０］优化器更新模型参数，参数设

置如表 ２ 所示。
表 ２　 参数设置

Ｔａｂ． ２　 Ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

超参数 值

学习率 ０．０１
Ｄｒｏｐｏｕｔ ０．５

隐藏单元数 ３００
隐藏单元数（全连接） ２００

ｍｉｎｉｂａｔｃｈ ３２

３．３　 模型对比

为了验证本文模型的性能，将其与以下模型进

４６２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　



行对比：
（１）ＬＳＴＭ：采用长短期记忆网络对文本进行方

面级的情感分析［１１］。
（２）ＧＮＮ：采用门限神经网络获取文本上下门

和方面信息，将两者融合生成句子表示［２１］。
（３）ＴＤ－ＬＳＴＭ：通过两个 ＬＳＴＭ 对左、右两个方

向分别获取文本上下文信息，获得情感分类结果［１４］。
（４）〛ＡＴＡＥ－ＬＳＴＭ：将方面信息拼接到句子向

量上，通过注意力机制获取词向量权重，得到分类结

果［１３］

（５）ＭｅｍＮｅｔ：通过文本词向量构造外部记忆，利
用注意力机制的方面情感分析，每一层计算关于方

面的注意力表达作为下一层的输入重新计算［１７］。
本文模型（ＭＣＢＬ）同以上模型比较后的准确率

值如表 ３ 所示。
表 ３　 不同模型的方面级情感分类准确率

Ｔａｂ． ３ 　 Ａｃｃｕｒａｃｙ ｒａｔｅ ｏｆ ａｓｐｅｃｔ － ｌｅｖｅｌ ｓｅｎｔｉｍｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｆ
ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ％

模型名称

数据集

Ｒｅｓｔａｕｒａｎｔ

三分类 二分类

Ｌａｐｔｏｐ

三分类 二分类

Ｔｗｉｔｔｅｒ

三分类 二分类

ＬＳＴＭ ７４．３０ Ｎ ／ Ａ ６６．５０ Ｎ ／ Ａ ６６．５０ Ｎ ／ Ａ
ＧＮＮ ７６．１５ ８８．５２ ６６．０２ ８５．０７ ６９．１１ ８３．６３

ＴＤ－ＬＳＴＭ ７５．６０ Ｎ ／ Ａ ６８．１０ Ｎ ／ Ａ ７０．８０ Ｎ ／ Ａ
ＡＴＡＥ－ＬＳＴＭ ７８．５０ ９０．９０ ６９．２７ ８７．６０ ６９．８８ ８５．５４

ＭｅｍＮｅｔ ７９．６９ ９０．８５ ７１．８９ ８５．８８ ６９．６５ ８６．４１
ＭＣＢＬ ８０．１９ ９１．０１ ７４．２４ ８８．２７ ７１．３２ ８６．２７

　 　 由表 ３ 可见：二分类的实验结果优于三分类，当
分类考虑中性情感，模型分类准确率降低。 本文在

三个数据集上分别对三分类和二分类两种情况进行

实验。
通过分析得到基于 ＬＳＴＭ 的模型实验效果优于

只采用 ＬＳＴＭ 的网络模型；嵌入方面信息的 ＴＤ －
ＬＳＴＭ 优于基础模型 ＬＳＴＭ；ＡＴＡＥ－ＬＳＴＭ 考虑了注

意力机制，在分类准确率上比 ＴＤ－ＬＳＴＭ 有所提高，
考虑了方面和注意力机制的 ＭｅｍＮｅｔ 模型优于以上

模型，由此可得方面和注意力机制对模型效果提升

有一定影响。
本文提出的 ＭＣＢＬ 模型基于多通道模式嵌入不

同的特征信息，通过改进的双向 ＬＳＴＭ 网络获取上

下文，在三个数据集上的实验结果和对比模型相比

均有 １－３ 个百分点的提升，验证了该方法的有效

性。
３．４　 不同通道特征组合性能

通过不同通道特征的组合验证，不同特征信息

对模型准确率的提升效果如表 ４ 所示。

　 　 其中，ＳＡ 表示融入方面信息的模型，所有对比

通道模型均在已融入方面信息的基础上添加其它信

息特征；ＳＡＰ 表示在融入方面信息的基础上嵌入词

性信息；ＳＡＬ 表示在融入方面信息的基础上嵌入位

置信息；ＳＡＳ 表示在融入方面信息的基础上嵌入极

性信息。
表 ４　 特征信息组合性能准确率

Ｔａｂ． ４　 Ｐｅｒｆｏｒｍａｎｃｅ ａｃｃｕｒａｃｙ ｒａｔｅ ｏｆ ｃｏｍｂｉｎａｔｉｏｎ ｏｆ ｃｈａｒａｃｔｅｒｉｓｔｉｃ
ｉｎｆｏｒｍａｔｉｏｎ ％

通道 特征组合 Ｒｅｓｔａｕｒａｎｔ Ｌａｐｔｏｐ Ｔｗｉｔｔｅｒ
Ｓｉｎｇｌｅ ＳＡＳ ７７．８０ ７１．７８ ６９．２０

ＳＡＬ ７８．４６ ７２．８１ ７０．００
ＳＡＰ ７８．９６ ７２．１４ ６９．５４

Ｄｕａｌ ＳＡＬ、ＳＡＳ ７８．５４ ７２．９６ ７０．４６
ＳＡＰ、ＳＡＳ ７９．０３ ７２．０７ ７０．１２
ＳＡＰ、ＳＡＬ ７９．９６ ７３．８５ ７１．０１

Ｍｕｌｔｉ ＳＡＰ、ＳＡＬ、ＳＡＳ ８０．１９ ７４．２４ ７１．３２

　 　 表 ４ 中融入通道特征后的模型分类准确率，优于

表 ３ 中只融入方面信息的模型，嵌入多通道特征信息

的模型分类准确率均比单通道特征模型有不同程度

的提升。 不同通道特征的结合对模型准确率的影响

大小不同，对比表 ４，可得词性特征、位置特征相比单

词极性对模型效果的影响力较大，嵌入三种特征信息

的模型效果最好。
３．５　 改进的 ＬＳＴＭ 网络性能对比

为了验证基于 ＬＳＴＭ 改进的循环网络在方面嵌

入和内部记忆链的扩展情况下，情感特征的获取是

否稳定，模型性能是否提高。 通过若干次迭代过程

计算平均损失值，对比模型［１４］，如图 ３ 所示。 横坐

标代表实验中训练的迭代次数，纵坐标代表平均损

失值，实线代表本文模型，虚线代表对比模型。 可以

看出随着迭代次数的增加模型的平均损失值逐渐减

小。 分析得出本文改进后的网络模型在实验训练过

程中收敛的速度更快，性能更优。

TDLSTM
MCBL

1.2
1.0

0.8

0.6

0.4

0.2

0

0 100 200 300 400 500
迭代次数

平
均

损
失

图 ３　 改进模型与对比模型收敛速度

Ｆｉｇ． ３ 　 Ｃｏｎｖｅｒｇｅｎｃｅ ｓｐｅｅｄ ｏｆ ｔｈｅ ｉｍｐｒｏｖｅｄ ｍｏｄｅｌ ａｎｄ ｔｈｅ
ｃｏｍｐａｒｉｓｏｎ ｍｏｄｅｌ

４　 结束语

本文基于多通道模式嵌入不同特征信息，分析现

５６２第 ４ 期 宋婷， 等： 多通道双向循环神经网络的方面情感分析



有语言知识提取情感资源，形成不同特征通道。 融入

方面情感极性，经过线性转换与通道特征结合，设计

扩大的动态记忆链改进 ＬＳＴＭ，实现深层次的方面情

感特征学习。 通过数据集上的对比实验，验证了该方

法中几种特征的嵌入对模型情感分类准确率均有提

升。 通过一些实例分析得出，包含跨领域词汇和网络

用语句子的方面情感分析，现模型还不能很好的进行

情感识别，这将作为下一步研究的重点。
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