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基于生成对抗网络的图像修复算法

王可新， 王　 力
（贵州大学 大数据与信息工程学院， 贵阳 ５５００００）

摘　 要： 图像修复在研究中仍然具有挑战性，现阶段的图像修复算法往往存在修复边缘模糊，修复区域与其周边区域存在明

显不一致的问题。 本文提出一种有效的基于 ＭＳＥ 损失函数和感知损失函数相结合的图像修复算法。 该网络模型由修复网

络、全局判别网络和局部判别网络组成，经过对网络的多次迭代和参数更新后，最终能够完成人脸修复。 经在 ｃｅｌｅｂＡ 数据集

上进行测试，通过主观和客观的评价标准证明可以获得良好的修复结果。
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０　 引　 言

随着人工智能技术的快速发展，图像作为携带

信息的主要载体之一，其作用不言而喻。 然而现实

生活中，时常会出现图像不完整的现象，比如年代久

远造成文物破损、图像传递过程中隐藏内容等，都会

导致一定程度的图像中所携带的信息丢失，因此如

何对这些受损进行图像修复成为计算机视觉中的一

个重要问题。
在计算机的图形学中，图像的修复有 ３ 种方法：

一种是传统的基于结构的方法，这种方法可以合成

比较合理的静态纹理特征，但仅适用于受损区域较

小的图像；第二种是基于纹理合成的图像修复，此方

法可以从图像中其他完整区域选择与缺失区域纹理

相同的样本块。 但当涉及语义图像损失时，此方法

在缺失区域的细节方面恢复的很差，因此需要 １ 个

额外的部件提供合理的想象力，比如来自机器的幻

觉，即第三种方法，基于深度学习的图像修复。
本文提出的图像修复算法则是基于深度学习生

成对抗网络［１］。 与以往图像修复算法不同，该算法包

含 ２ 个判别器网络模型，即全局判别器和局部判别

器。 模型的网络结构都是采用卷积神经网络来实现。
１　 相关工作

以前已经提出过多种用于图像修复的方法，传
统的基于结构的图像修复方法采用扩散原理，将可

见区域的信息传播到缺失区域。 其主要采用高阶偏

微分方程模型算法（ＰＤＥ 算法）。 ＰＤＥ 算法又命名

为 ＢＳＣＢ 修补模型，模型原理是沿着等照度线方向

扩散到待修复区域，但未顾及图像的细节部分，修复

效果较差［２］。 随后出现了全变分模型（ＴＶ 模型），
然而只对填充小的破损区域或者去除杂散的噪声是

有用的。
与基于结构的方法相比，纹理合成的方法可以

修复 大 一 些 的 破 损 区 域［４－６］。 比 如 典 型 的

ＰａｔｃｈＭａｔｃｈ 方法，此方法在图像的可用部分搜索类

似的纹理结构，其高质量和高效率迅速成为当时最

成功的修复方法［７］。 但是这种方法假设可以在其

他地方找到修复区域的纹理，这种假设并不是一直

会成立，如果缺失区域很大，则很难修复。
用来进行图像修复的第一种深度学习方法

Ｃｏｎｔｅｘｔ Ｅｎｃｏｄｅｒ，使用编码器－解码器结构［８］。 编码



器将缺失区域的图像映射到低维度特征空间，解码

器用它来构造输出图像。 但是该方法存在修复边缘

处不连续的问题，修补痕迹明显，视觉效果较差。 上

述方法采用监督学习的方式，２０１４ 年 ＧＡＮ 由 Ｉａｎ
Ｇｏｏｄｆｅｌｌｏｗ 首次提出，ＧＡＮ 采用的是一种无监督的

学习方式训练。 针对 Ｃｏｎｔｅｘｔ Ｅｎｃｏｄｅｒ 的问题，Ｉｉｚｕｋａ
等人使用两个判别器使得缺失区域和整张图像在视

觉上合理化，本文则是基于 Ｉｉｚｕｋａ 等人的基础上采

用感知损失和 ＭＳＥ 损失函数相结合的方法训练生

成对抗网络。
２　 网络结构

２．１　 生成对抗网络

网络主体采用生成对抗网络（ＧＡＮ），ＧＡＮ 的产

生其中心思想为“二人零和博弈” ［９］，与其他普通网

络不同，生成对抗网络由两个模型组成，一个是用来

生成数据的生成模型 Ｇ，另一个是用来判别生成样

本真假性的判别模型 Ｄ。 如图 １ 所示生成模型 Ｇ 以

１ 个随机噪声作为输入，将其生成 １ 张伪造的样本，
判别器模型 Ｄ 以真实样本或者伪造样本作为输入，
预测该样本是真实的还是伪造的。 生成网络的目的

是能够欺骗判别器网络，因此随着逐步的迭代训练，
生成网络生成越来越逼真的样本像，甚至可以达到

以假乱真的效果，以至于判别器无法判断其真伪性；
在这个过程中，判别器也在不断的提高自己辨别真

伪的能力，使得生成器能够生成更加真实的样本。

差别结果
（radl?fake?)

真实样本x

生成样本
（G（z））生成器 判别器

随机噪声z

图 １　 ＧＡＮ 模型

Ｆｉｇ． １　 ＧＡＮｍｏｄｅｌ

２．２　 生成器

生成器采用 Ｉｉｚｕｋａ 等提出的网络结构模型，网
络模型采用典型的编码器－解码器结构。 编码器采

用带掩码的图像作为输入，通过下采样进行图像的

特征提取，解码器通过这些特征恢复为原始的分辨

率，生成图像中掩码部分的内容［１０］。 在图像修复任

务中，通常想要了解更多的图像中潜在的特征，因此

网络模型中间采用了扩张卷积，扩张卷积在基础的

卷积核上加入间隔，在不损失特征图尺寸的情况下

增大了感受野，从而获取图像中更多的信息。 总的

来说，生成器包括六次下采样的编码器，接着是三次

扩张卷积和将图像上采样到原始尺寸的解码器。 生

成器的整体组成如图 ２ 所示。 应当注意的是，网络

结构中并未使用池化层，而是将卷积步幅设置为 ２，
将待修复图像的大小缩小为原来的一半，生成器网

络模型仅仅降低了两次分辨率，使用大小为原始大

小四分之一的卷积，其目的是为了降低最终图像的

纹理模糊程度。 此外，随着卷积网络层数的加深，数
据的波动浮动较大，会大大的降低网络训练的速度。
因此，本文除了网络的最后一层不使用批量归一化

处理，其余所有层都使用批量归一化处理［１１］；同时

除最后一层卷积使用 Ｔａｎｈ 函数外，其余所有层都使

用 Ｒｅｌｕ 激活函数。

卷积层 扩张卷积层 反卷积层

图 ２　 生成器模型

Ｆｉｇ． ２　 Ｇｅｎｅｒａｔｏｒ ｍｏｄｅｌ

２．３　 判别器

通过对生成器使用损失函数训练后，生成器对

缺失区域进行补全。 但是补全的效果并不能保证与

真实图像保持一致。 为了图像生成的更加真实合

理，在本文中引入全局判别器和局部判别器来鉴定

图像是真实图像还是生成器修复的图像。 判别器的

主要作用是通过与生成器不断的对抗训练，最终能

够更准确的识别真假图像。 同样地，判别器也由一

系列卷积层组成，如图 ３ 所示。

real?fake?

卷积层 全连接层

图 ３　 判别器模型

Ｆｉｇ． ３　 Ｄｉｓｃｒｉｍｉｎａｔｏｒ ｍｏｄｅｌ

　 　 全局判别器的输入为完整的整幅图像，网络由

５ 个卷积层和 １ 个全连接层组成。 全局判别器从整

体上判断生成的图像是否真实合理，即整幅图像的

上下文信息是否一致。 局部判别器的输入为整幅图

像的一半，网络由 ４ 个卷积层和 １ 个全连接层组成，
局部判别器只检测以补全区域为中心的部分，用来

判断局部修复的纹理特征是否合理。 局部判别器与
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全局判别器相同，除网络最后一层外，所有层都使用

批量归一化处理。 同时，两个判别器除了最后一层

使用 ｓｉｇｍｏｉｄ 激活函数，其余卷积层都是使用 ｒｅｌｕ 激

活函数。 最后，将两个判别器最后输出的向量连接

到一起，得到 １ 个 ２０４８ 维的向量，向量最后使用

ｓｉｇｍｏｉｄ 激活函数，生成 ０ ～ １ 之间的数值，这个数值

的大小决定了输入图像为真实图像的概率。
３　 损失函数

通过缩小修复图像与真实图像之间的距离来达

到修复缺失图像的目的，因此本文采用感知损

失［１２－１３］与 ＭＳＥ 损失相结合的方式来训练生成器模

型。 其次，使用 ＧＡＮ 损失联合更新判别器和生成器

模型，使得生成的图像更加真实。
ＧＡＮ 损失采用生成对抗网络的对抗训练策略，

其本质是求最大最小的优化问题。 这体现了生成器

不断优化自己，生成更加真实的图像欺骗判别器，判
别器也不断更新优化，使得能够正确的区分真伪图

像。 ＧＡＮ 损失的表达式（１）：
ｍｉｎ

Ｇ
ｍａｘ

Ｄ
Ｖ Ｄ，Ｇ( ) ＝ Ｅｘ ～ Ｐｄａｔａ ｘ( ) ｌｇＤ ｘ( )[ ] ＋

　 　 　 　 Ｅｚ ～ Ｐｚ ｚ( ) ［ ｌｇ １ － Ｄ Ｇ ｚ( )( )( ] ， （１）
其中， Ｐｄａｔａ（ｘ） 为真实数据 ｘ 的分布， Ｐｚ（ ｚ） 为

噪声变量 ｚ 的分布，Ｇ（ ｚ） 为生成器的输出。
生成器的损失函数包含两个部分，ＭＳＥ 损失函

数表示为（２）：
ＬＭ ＝ Ｍ × （Ｇ Ｘ，Ｍ( ) － Ｘ） ２， （２）

　 　 其中， Ｘ 为待修复的图像 Ｍ 时输入的掩码，×为
像素的乘积。

感知损失函数，使用预训练的 ＶＧＧ１９ 的 ｒｅｌｕ 激

活层输出的特征图。 在本文实验中，特征图选择

ｒｅｌｕ１－１，ｒｅｌｕ２－１，ｒｅｌｕ３－１ 三层的输出。 感知损失定

义为（３）：

Ｌｐ ＝ Ｅ［∑
ｊ

１
Ｃｊ Ｈｊ Ｗｊ

Øｊ Ｉｇｔ( ) － Øｊ Ｉｐｒｅｄ( ) １］，（３）

　 　 Ｃ ｊ Ｈ ｊ Ｗ ｊ 表示第 ｊ 层特征图的大小，Ø ｊ 是预训练

网络第 ｊ 层的特征图。
综合上述 ＧＡＮ 损失函数和生成器损失函数可

得（４）：

Ｌａｌｌ ＝ ＬＭ ＋ α ｍｉｎ
Ｇ

ｍａｘ
Ｄ

Ｖ Ｄ，Ｇ( ) ＋ βＬＰ ． （４）

　 　 其中， α，β 为训练时的权重。
４　 实验

４．１　 实验平台及内容

本实验基于 ｗｉｎｄｏｗｓ 操作系统的 ｔｅｎｓｏｒｆｌｏｗ 框

架下运行，ｐｙｔｈｏｎ 为编程语言。 实验设备 ＣＰＵ：Ｉｎｔｅｒ

ｉ７－８７００，ＧＰＵ：ＲＴＸ２０７０Ｓ－８Ｇ，内存：１６Ｇ。
实验的数据集为 ｃｅｌｅｂＡ 人脸数据集，原始数据

集大小为 １７８×２１８，在模型训练时将图片缩为 １２８×
１２８ 的图像，全局判别器的输入为 １２８×１２８，而局部判

别器的输入大小为修复区域为中心的 ６４×６４。 实验

选取数据集的 １００ ０００ 张图像，其中 ８０ ０００ 张用来模

型的训练，２０ ０００ 张用来模型的测试。 在训练过程

中，生成器的网络迭代 ２０ ０００ 次，判别器网络迭代

１０ ０００ 次，生成器和判别器联合迭代 ７０ ０００ 次。
４．２　 实验过程

本文的训练分成 ３ 个阶段。 首先，利用感知损

失和 ＭＳＥ 对生成器进行训练，使之生成大致的修复

图片；其次，固定生成器，根据上一阶段训练的生成

器对判别器进行训练，利用 ＧＡＮ 损失对判别器迭代

更新；最后，对生成器和判别器一起训练，直至训练

结束。 后续采用泊松图像混合对图像进行处理。
４．３　 评估标准

实验结果的评估标准由定性分析和定量分析两

部分组成，将本文的实验结果与自动编码器、ＤＣＧＡＮ
以及 Ｃｏｎｔｅｘｔ Ｅｎｃｏｄｅｒ 这 ３ 种不同的方法进行比较。
在定性分析中，３ 种对比方法中的视觉图像效果引用

文献［１５］中的效果图。 为了直观的比较，本文把最后

的修复效果图裁剪为相同的人脸位置。 各个方法的

修复图如图 ４（从左至右分别为待修复图、自动编码

器、ＤＣＧＡＮ、Ｃｏｎｔｅｘｔ Ｅｎｃｏｄｅｒ、本文、原图）所示。

图 ４　 对比图

Ｆｉｇ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｐｉｃｔｕｒｅ

　 　 由图 ４ 可知，自动编码器方法的效果最差，这是

因为自动编码器只由生成器模型生成，无法将损失

降到最小，修复区域出现了结构扭曲现象；对比自动

编码器，ＤＣＣＧＡＮ 方法的图像修复效果从内容上保

持了一致性，但是图像的局部细节修复的效果较差；
Ｃｏｎｔｅｘｔ Ｅｎｃｏｄｅｒ 方法在内容和局部细节上都表现较

好，但边缘连接区域修复痕迹明显，缺乏视觉连通

性。 本文方法与 Ｃｏｎｔｅｘｔ Ｅｎｃｏｄｅｒ 方法相比，修复效

果与原始图像更加相似，边缘修复痕迹也比较淡。
定量分析使用峰值信噪比（ＰＳＮＲ）和结构相似

性（ＳＳＩＭ）两个指标来衡量图像的修复效果。 ＰＳＮＲ
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是常用的判断图像质量的评价指标，虽然有时会出

现数值结果与人的主观感受不一致的情况，但仍然

可以作为一个有效的评判标准。 其主要比较图像对

应像素之间的差别，ＰＳＮＲ 数值越大，表明失真越

小。 另一个主要的评价标准 ＳＳＩＭ，从亮度、对比度

和结构 ３ 个方面来衡量，用均值作为亮度的估计，标
准差作为对比度的估计，协方差作为结构相似程度

的度量。 得到的数值大小体现了两幅图像的相似程

度，数值越大，代表两幅图像差距越小，修复的效果

越好。 计算的结果如表 １、表 ２ 所示。
表 １　 不同图像补全方法的 ＰＳＮＲ 值

　 Ｔａｂ． １　 Ｔｈｅ ＰＳＮＲ ｏｆ ｄｉｆｆｅｒｅｎｔ ｉｍａｇｅ ｃｏｍｐｌｅｔｉｏｎ ｍｅｔｈｏｄｓ ｄＢ

方法 图 １ 图 ２
自动编码器 ２０．６８ ２２．４０

ＤＣＧＡＮ ２３．１６ ２３．８５
ＣＥ ２２．５３ ２１．９６

本文方法 ２５．９５ ２５．７８

表 ２　 不同图像补全方法的 ＳＳＩＭ 值

Ｔａｂ． ２　 Ｔｈｅ ＳＳＩＭ ｏｆ ｄｉｆｆｅｒｅｎｔ ｉｍａｇｅ ｃｏｍｐｌｅｔｉｏｎ ｍｅｔｈｏｄｓ

方法 图 １ 图 ２
自动编码器 ０．７３８ ０．８２５

ＤＣＧＡＮ ０．８４９ ０．８３９
ＣＥ ０．８３２ ０．８１５

本文方法 ０．９０３ ０．８７２

５　 结束语

基于生成对抗网络模型对图像进行修复，生成

器采用编码器－解码器结构，判别器全局判别器和

局部判别器，用来保证整体修复的一致性和局部信

息细节的合理性。 训练过程使用基于 ＶＧＧ 预训练

特征图的感知损失与 ＭＳＥ 相结合训练生成模型，修
复效果与自动编码器、ＤＣＧＡＮ 以及 Ｃｏｎｔｅｘｔ Ｅｎｃｏｄｅｒ
方法进行比较。 根据定量分析和定性分析可知，本
文方法实现了较好的修复效果。 然而模型的修复效

果非常依赖训练集，对于除人脸修复的其他图像修

复，则需要重新训练数据集，对于建筑物及风景的修

复则需要进一步的研究与训练。
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Ｃｏｍｐｕｔｅｒｓ ａｎｄ Ｇａｍｅｓ． Ｓｐｒｉｎｇｅｒ， Ｂｅｒｌｉｎ， Ｈｅｉｄｅｌｂｅｒｇ， ２００８： ６０－７１．

［１１］ＫＯＣＳＩＳ Ｌ， ＳＺＥＰＥＳＶ􀆓ＲＩ Ｃ． Ｂａｎｄｉｔ ｂａｓｅｄ ｍｏｎｔｅ－ｃａｒｌｏ ｐｌａｎｎｉｎｇ
［ Ｃ ］ ／ ／ Ｅｕｒｏｐｅａｎ ｃｏｎｆｅｒｅｎｃｅ ｏｎ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ． Ｓｐｒｉｎｇｅｒ，
Ｂｅｒｌｉｎ， Ｈｅｉｄｅｌｂｅｒｇ， ２００６： ２８２－２９３．

［１２］ＣＯＵＬＯＭ Ｒ． Ｅｆｆｉｃｉｅｎｔ ｓｅｌｅｃｔｉｖｉｔｙ ａｎｄ ｂａｃｋｕｐ ｏｐｅｒａｔｏｒｓ ｉｎ Ｍｏｎｔｅ－
Ｃａｒｌｏ ｔｒｅｅ ｓｅａｒｃｈ［Ｃ］ ／ ／ Ｉｎｔｅｒｎａｔｉｏｎａｌ ｃｏｎｆｅｒｅｎｃｅ ｏｎ ｃｏｍｐｕｔｅｒｓ ａｎｄ
ｇａｍｅｓ． Ｓｐｒｉｎｇｅｒ， Ｂｅｒｌｉｎ， Ｈｅｉｄｅｌｂｅｒｇ， ２００６： ７２－８３．

２１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １０ 卷　


