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基于改进 ＣＳ－ＷＮＮ 的短时交通流量预测

赵明姣， 张荣芬， 刘宇红
（贵州大学 大数据与信息工程学院， 贵阳 ５５００２５）

摘　 要： 城市交通流量具有非线性变化以及不确定性等特点。 为了提高城市交通流量的预测精度，提出一种改进的布谷鸟搜

索算法优化小波神经网络（ Ｉｍｐｒｏｖｅｄ　 Ｃｕｃｋｏｏ Ｓｅａｒｃｈ － Ｗａｖｅｌｅｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ ，ＩＣＳ－ＷＮＮ）预测模型。 首先对交通流量原始

数据进行降噪和归一化处理，再通过基于自适应步长和发现概率的布谷鸟算法优化小波神经网络权值和小波收缩、平移因子

并添加神经网络动量因子，建立交通流量预测网络模型。 实验仿真结果表明，ＩＣＳ－ＷＮＮ 预测算法相比几种主流的优化预测

算法具有更高的拟合度和精确度。
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０　 引　 言

随着我国经济不断发展，城市化建设进步越来

越明显，与此同时城市交通拥堵也日益严重。 城市

交通系统是一个开放、实时、复杂的系统，具有不确

定性及非线性等特点，单纯的地依靠扩宽、新建道路

和限行是无法解决由交通需求和交通供给之间的矛

盾引起的交通拥堵难题。 高效、可靠的交通流量预

测方法可以为交通车辆优化调度和出行提供有效依

据，改善交通拥堵状况［１］。
国内外学者提出了很多交通流量预测方法。 例

如： ＡＲＭＡ 模型［２］ 与卡尔曼滤波模型［３］ 的组合模

型，相对于 ＡＲＭＡ 模型及卡尔曼滤波模型单独预测

该组合模型具有更高的预测精确度；结合深度信念

网络模型（ＤＢＮ）与支持向量机（ＳＶＭ），对交通流量

进行预测，用 ＤＢＮ 对交通流量进行学习并提取数据

特征值，用支持向量机模型对交通流量进行预测；状
态向量和距离度量相结合的方法，形成 Ｋ－最近邻预

测模型，该预测模型比只考虑时间维度的 ｋ 邻近模

型更准确的反映了交通流量的变化；基于粒子群算

法的小波神经网络预测算法，用可变加速度因子使

粒子群算法收敛于全局最优，再去优化小波神经网

络的各项参数，构建了 ＰＳＯ－ＷＮＮ 预测模型；遗传算

法优化小波神经网络预测模型，利用遗传算法的全

局寻优及自适应随机搜索等特点，优化 ＷＮＮ 的各

项参数；谷鸟搜索算法，优化 ＢＰ 神经网络预测算

法，将交通流序列进行相空间重构后进行网络学习，
再用 ＣＳ 算法搜索 ＢＰ 神经网络的最优参数进行交

通流量预测，预测结果较为准确反映了交通流量的

变化趋势。
本文在 ＣＳ－ＷＮＮ 短时交通流预测模型基础上，

提出一种改进的布谷鸟搜索算法优化小波神经网络

预测模型。 布谷鸟搜索算法到后期会有搜索速度慢

及预测精度不高的缺点［４］，根据迭代次数和适应度

动态调整布谷鸟算法的步长 α 和发现概率 Ｐａ 来优



化基本的布谷鸟算法。 用改进的 ＣＳ 算法初始化小

波神经网络的各项参数，并添加神经网络动量项预

防收敛抖动、加快网络收敛速度，从而构建预测模型

进行交通流量的预测。 仿真结果验证了本文提出的

预测模型与几种较为流行的交通流量预测模型相

比，具有较好的拟合度和较高的精确度。
１　 交通流量数据预处理

１．１　 小波降噪

设备采集信号的过程中都会不同程度的受到噪

声的污染，噪声的存在往往会掩盖信号本身所要表

现的信息［５］，信号去噪的目的在于突出信号本身，
而抑制噪声对信号本身的影响。 本文采用小波变换

对原始交通流量数据样本进行数据降噪［６］，小波去

噪分为 ３ 个步骤：（１）对原始信号进行小波分解，得
到信号的高频部分和低频部分；（２）对高频部分的

噪声进行阈值处理；（３）用处理后的小波系数进行

小波重构，得到去噪后的信号。 本文采用启发式小

波阈值去噪，使用小波工具箱中的 ｓｙｍ３ 小波，分解

层数为 ２ 层的小波变换对交通流量数据进行降噪，
原始数据与降噪后的交通流量数据如图 １ 所示。
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图 １　 原始数据与降噪后的数据

Ｆｉｇ． １　 Ｏｒｉｇｉｎａｌ ｄａｔａ ａｎｄ ｄｅｎｏｉｓｅｄ ｄａｔａ

１．２　 归一化处理

交通数据采集装置采集到的交通数据样本数量

庞大而且大小不一，为了更加容易地正确收敛到最

优解，需要对数据集进行归一化处理。 本文使用

ｍａｐｍｉｎｍａｘ 函数［７］对原始数据进行归一化处理。 数

据经过归一化处理后，能提高模型收敛速度和最终

的模型精度［８］。 Ｍａｐｍｉｎｍａｘ 默认归一化到区间［ －
１，１］，计算公式（１）为：

ｙ ＝
（ｙｍａｘ － ｙｍｉｎ） × （ｘ － ｘｍｉｎ）

ｘｍａｘ － ｘｍｉｎ

＋ ｙｍｉｎ ． （１）

　 　 其中， ｙ 是归一化处理后的数据，ｙｍａｘ ＝ １；ｙｍｉｎ ＝
－ １；ｘ 为当前需要归一化的原始数据；ｘｍａｘ 和 ｘｍｉｎ 分

别为数据样本中需要处理的原数据中的最大值与最

小值。
处理过的数据经过网络训练以及预测模型后，

用 ｍａｐｍｉｎｍａｘ（ ′ｒｅｖｅｒｓｅ′， ′ｙ′， ′ｐｓ′ ）函数将预测结

果进行反归一化处理，根据已有给定的数据标准化

处理映射 ｐｓ，将给定的标准化数据 ｙ 反标准化，即可

得到正常真实的交通流量预测数据。
２　 交通流量预测模型

２．１　 小波神经网络简介

小波神经网络是指沿用了神经网络的结构，并
将网络中的激活函数替换成小波函数的一种有机结

合［９］，即以 ＢＰ 神经网络拓扑结构为基础，把小波基

函数作为隐含层节点的传递函数，信号前向传播的

同时误差反向传播的一种神经网络。 小波变换具有

时频局部特性，而神经网络具有自学习、自适应、鲁
棒性、容错性和推广能力［１０］，怎样结合两者的优势

一直都是学者们关注的热点。 相对传统的神经网络

来说，小波神经网络避免了在结构设计上的盲目性，
它具有更强的学习能力、更快的收敛速度和更高的

预测精度［１１］。 小波神经网络（ＷＮＮ）结构图如图 ２
所示。

y

wjk

wij �(x)

�(x)

�(x)

x1

x2

x3

x4

图 ２　 小波神经网络结构图

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ Ｗａｖｅｌｅｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ

　 　 ＷＮＮ 结构分为 ３ 层：输入层、隐藏层和输出层，
设输入层有Ｍ个节点，隐藏层有 ｎ个节点，输出层有

Ｎ 个节点。 到目前为止，隐藏层的节点个数 ｎ 没有

科学和普遍的确定公式，只有根据试凑法来确定，试
凑法公式（２） 如下：

ｎ ＝ Ｍ ＋ Ｎ ＋ ａ， （２）
　 　 其中， ａ的取值范围为 １到 １０之间的整数，本文

输入层节点Ｍ ＝ ４，输出层节点Ｎ ＝ １。 由公式（２） 可

知，隐藏层节点个数在３到１２之间，具体的数值需要

进行网络训练对比来确定，经网络训练测试比较，隐
藏层节点个数 ｎ ＝ ６ 时，预测效果最好。

图 ２ 中 Ｗｉｊ 表示输入层到隐含层之间的连接权

值，Ｗ ｊｋ 表示隐含层到输出层之间的连接权值，Φ（ｘ）
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为小波函数。 本文选取的神经元激励函数为 Ｍｏｒｌｅｔ
小波，其数学表达式为公式（３）：

φ（ｘ） ＝ ｃｏｓ（１．７５ｘ）ｅｘｐ（ － ｘ２ ／ ２）， （３）
　 　 小波神经网络隐含层输出公式（４）：

Ｐ（ ｊ） ＝ φ （∑
Ｍ

ｉ ＝ １
Ｗｉ ｊｘｉ － ｂ ｊ） ／ ａ ｊ( ) ，ｊ ＝ １，２，…，ｎ，

（４）
　 　 其中， Ｐ（ ｊ） 是隐藏层第 ｊ 个输出；Φ（） 是公式

（３） 中的小波基函数；ａ ｊ 是小波基函数的伸缩因子；
ｂ ｊ 是小波基函数的平移因子。

小波神经网络输出层的输出 Ｙｐ（ｋ），公式（５）
为：

Ｙｐ（ｋ） ＝ ∑
ｎ

ｊ ＝ １
Ｗ ｊｋＰ（ ｊ），ｋ ＝ １，２，…Ｎ． （５）

　 　 小波神经网络采用梯度下降法对小波基函数系

数和网络连接权值进行优化修正［１２］，其修正过程如

下：
（ａ）小波神经网络输出预测值 Ｙｐ（ｋ） 和实际结

果 Ｙｒ（ｋ） 之间的误差为公式（６）：
ｅｋ ＝ Ｙｐ（ｋ） － Ｙｒ（ｋ）， （６）

　 　 （ｂ）根据预测误差 ｅｋ 调整输入层 － 隐含层之间

连接的权值 Ｗｉｊ、隐含层 － 输出层之间的连接权值

Ｗ ｊｋ、小波函数的伸缩因子 ａ ｊ 和小波函数的平移因子

ｂ ｊ，公式（７） ～ 公式（１０）：
Ｗ（ｄ＋１）

ｉｊ ＝ Ｗｄ
ｉｊ ＋ ΔＷ（ｄ＋１）

ｉｊ ， （７）
Ｗ（ｄ＋１）

ｊｋ ＝ Ｗｄ
ｊｋ ＋ ΔＷ（ｄ＋１）

ｊｋ ， （８）
ａ（ｄ＋１）
ｊ ＝ ａｄ

ｊ ＋ Δａ（ｄ＋１）
ｊ ， （９）

ｂ（ｄ＋１）
ｊ ＝ ｂｄ

ｊ ＋ Δｂ（ｄ＋１）
ｊ ． （１０）

　 　 在公式（７） ～ （１０）中，上标为 ｄ的项表示第 ｄ次

训练的连接权值或者小波基函数的系数；上标带有

（ｄ ＋ １） 的项代表第 ｄ ＋ １次训练的连接权值或者小

波基函数系数；△Ｗｉｊ
（ ｄ ＋１） 表示第 ｄ ＋ １ 次训练输入

层与隐藏层之间的连接权值修正项；△Ｗ ｊｋ
（ ｄ ＋１） 表示

第 ｄ ＋ １ 次训练隐藏层和输出层之间连接权值修正

项；△ａ ｊ
（ ｄ ＋１） 表示第 ｄ ＋ １次训练小波函数的伸缩因

子修正项；△ｂ ｊ
（ ｄ ＋１） 表示第 ｄ ＋ １ 次训练小波函数的

平移因子修正项。 各修正项是根据网络误差 ｅｋ 计

算的，公式（１１） ～ 公式（１４） 如下，公式中 η 是学习

速率：
ΔＷ（ｄ＋１）

ｉｊ ＝ － η·ｅ ／ ∂Ｗ（ｄ）
ｉｊ ， （１１）

ΔＷ（ｄ＋１）
ｊｋ ＝ － η·∂ｅ ／ ∂Ｗ（ｄ）

ｊｋ ， （１２）
Δａ（ｄ＋１）

ｊ ＝ － η·∂ｅ ／ ∂ａ（ｄ）
ｊ ， （１３）

Δｂ（ｄ＋１）
ｊ ＝ － η·∂ｅ ／ ∂ｂ（ｄ）

ｊ ． （１４）

　 　 考虑第 ｄ － １ 次权重对第 ｄ次权重的影响，在神

经网络中加入动量项，有效地抑制网络陷于局部极

小值。 加入动量项后，首次迭代训练网络中的各项

连接权值及小波函数系数的计算公式仍使用公式

（１１） ～ （１４），当训练次数大于等于 ２ 时，各网络连

接权值和小波基函数系数采用公式（１５） － （１８） 进

行计算：
Ｗ（ｄ＋１）

ｉｊ ＝ Ｗｄ
ｉｊ ＋ ΔＷ（ｄ＋１）

ｉｊ ＋ α（Ｗｄ
ｉｊ － Ｗ（ｄ－１）

ｉｊ ），
（１５）

Ｗ（ｄ＋１）
ｊｋ ＝ Ｗｄ

ｊｋ ＋ ΔＷ（ｄ＋１）
ｊｋ ＋ α（Ｗｄ

ｊｋ － Ｗ（ｄ－１）
ｊｋ ），

（１６）
ａ（ｄ＋１）
ｊ ＝ ａｄ

ｊ ＋ Δａ（ｄ＋１）
ｊ ＋ α（ａｄ

ｊ － ａ（ｄ－１）
ｊ ）， （１７）

ｂ（ｄ＋１）
ｊ ＝ ｂｄ

ｊ ＋ Δｂ（ｄ＋１）
ｊ ＋ α（ｂｄ

ｊ － ｂ（ｄ－１）
ｊ ） ． （１８）

２．２　 ＣＳ 及 ＩＣＳ 算法简介

２．２．１　 ＣＳ 算法

布谷鸟搜索算法是一种通过模拟某些种属布谷

鸟的寄生育雏，有效地求解最优化问题的算法［１３］。
布谷鸟搜索算法需要设定 ３ 个理想状态：

（１）每次每只布谷鸟只下一个布谷鸟蛋，并将

蛋随机地放在一个鸟巢中；
（２）布谷鸟蛋最好的那个鸟巢会被保留到下一

代；
（３）鸟巢的数量是固定的，鸟巢中布谷鸟蛋被

发现的概率是 Ｐａ，取值范围为（０，１）。
可理解为：鸟窝＝卵蛋 ＝解，布谷鸟寻找鸟窝产

蛋的过程就是搜索解的过程，鸟窝的质量代表着解

的好坏。
同时，布谷鸟搜索算法位置更新采用相关的

Ｌｅｖｙ 飞行随机路径机制［１４］，Ｌｅｖｙ 飞行生成随机数

应包含两个步骤：随机方向的选择和服从莱维分布

的步长生成，方向的随机分布应该服从均匀分布，生
成步长最有效且直接的方法是使用 Ｍａｎｔｅｇｎａ 算法

来实现对称的 ｌｅｖｙ 稳定分布。 莱维飞行更新鸟窝

位置的公式（１９）定义为：
Ｘ ｔ ＋１ ＝ Ｘ ｔ ＋ α 􀱋 Ｌｅｖｙ（β）， （１９）

　 　 其中， Ｘ ｔ 表示第 ｔ代的鸟巢位置；Ｘ ｔ ＋１ 表示第 ｔ ＋
１代的鸟巢位置；α表示步长缩放因子；Ｌｅｖｙ（β） 表示

莱维随机路径，莱维随机路径与时间 ｔ 的关系服从

莱维分布，公式（２０）：
ｌｅｖｙ（β） ～ ｕ ＝ ｔ －λ，１ ＜ λ ≤ ３． （２０）

　 　 另外， 一部分宿主鸟以概率 Ｐａ 发现布谷鸟蛋

后，弃巢新建窝的位置路径选用偏好随机游动的方

式，其计算公式（２１） 为：
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Ｘ ｉ
ｔ＋１ ＝ Ｘ ｉ

ｔ ＋ ｒ 􀱋 （Ｘ ｊ
ｔ － Ｘｋ

ｔ） ． （２１）
　 　 其中， Ｘ ｉ

ｔ ＋１ 是第 ｔ ＋ １ 代的第 ｉ 个鸟巢位置，Ｘ ｉ
ｔ

是第 ｔ 代的第 ｉ 个鸟巢位置，Ｘ ｊ
ｔ 和 Ｘｋ

ｔ 分别是第 ｔ 代
的两个随机鸟巢位置，ｒ是服从均匀分布的随机数。

根据布谷鸟搜索算法设定的 ３ 个理想状态，布
谷鸟搜索算法流程图如图 ３ 所示；

开始

初始化目标函数

随机初始化种群和相关
变量，迭代次数t=0

满足算法终止条件？

通过Levy飞行获取新解xnew

并计算新解的适应值fnew

从所有解中随机选择一个
候选解xj,其适应值为fj

Y

N

N

Y

fnew优于fj

xnew替换xj

结束

输出最优解

t=t+1

按发现概率Pa随机丢弃解，
并用偏好随机游动产生
新解代替丢弃的解

所有解保留到下一代
并找到最优解

图 ３　 布谷鸟搜索算法流程图

Ｆｉｇ． ３　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ Ｃｕｃｋｏｏ Ｓｅａｒｃｈ Ａｌｇｏｒｉｔｈｍ

２．２．２　 ＩＣＳ－ＷＮＮ 算法

基本的布谷鸟搜索算法在前期的全局搜索能力

很强，但却削弱了局部搜索能力，在后期又容易收敛

于局部极值［１５］，导致搜索速度变慢和预测精度不

高。 为了提高预测精度，本文动态调整步长和发现

概率，步长和发现概率随着算法迭代次数变化而变

化［１６］。 采用式（２２） ～式（２４）对发现概率和步长进

行更新：

Ｐａ，ｉ（ ｔ） ＝ ｎＰａｍａｘ × ｅｘｐ（ｃ） ×
ｆｉ

∑
ｎ

ｊ ＝ １
ｆ ｊ
， （２２）

ｃ ＝ ｔ
Ｔ

× ｌｎ（
Ｐａｍｉｎ

Ｐａｍａｘ
）， （２３）

　 αｉ（ ｔ） ＝ ｎ［αｍａｘ － ｔ
Ｔ
（αｍａｘ － αｍｉｎ）］ ×

ｆｉ

∑
ｎ

ｊ ＝ １
ｆ ｊ
． （２４）

　 　 其中， Ｐａ，ｉ（ ｔ） 表示第 ｔ代第 ｉ个鸟巢被发现的概

率，最大发现概率 Ｐａｍａｘ、 最小发现概率 Ｐａｍｉｎ， 令

Ｐａｍａｘ ＝１，Ｐａｍｉｎ ＝ ０．００５；Ｔ 表示最大迭代次数，ｔ 是当

前迭代次数，ｎ 是鸟巢数量；αｉ（ ｔ） 是第 ｔ 代第 ｉ 个鸟

巢位置更新步长，αｍａｘ 和 αｍａｘ 分别为最大步长和最

小步长，令 αｍａｘ ＝ ０．０５，αｍａｘ ＝ ０．５；ｆｉ 是第 ｉ 个鸟巢的

适应值，ｆ ｊ 是任意一个鸟巢的适应值。
ＩＣＳ－ＷＮＮ 算法的基本步骤如下：
（１）导入原始交通流量数据进行预处理，将处

理过的数据拆分为训练数据和测试数据；
（２）初始化小波神经网络的各项参数，进行多

次神经网络训练，最终确定各项参数值并设神经网

络最大迭代次数为 ５００ 次；
（３）初始化鸟巢数 Ｎｎｅｓｔ、Ｐａ 采用指数递减方式

动态调整、最大迭代次数 Ｔｍａｘ 设为 １５０ 次，每个鸟巢

位置 Ｗｉ 都有 ｌ（ ｌ ＝ Ｍ × ｎ ＋ Ｎ × ｎ ＋ ｎ ＋ ｎ，Ｍ 为输入

层节点个数，ｎ 为隐含层节点个数，Ｎ 为输出层节点

个数） 个参数。 采用线性递减的步长策略对位置和

路径进行更新，根据各参数的初始值进行训练，计算

每个鸟巢的预测值和预测误差，找到 Ｎｎｅｓｔ 个鸟巢中

预测误差最小的鸟巢位置，标记为最佳鸟巢 Ｗｂｅｓｔ 并

保留到下一代；
（４） 在下一次训练中，对 ３） 中除了最佳鸟巢

Ｗｂｅｓｔ 以外的鸟巢进行位置和路径更新。 通过小波神

经网络计算鸟巢位置预测值和实际值之间的误差

ｅｋ ＋１，与上次训练结果中其他鸟巢的预测误差 ｅｋ 对

比，如果 ｅｋ ＋１ 大于 ｅｋ ，则保留第 ｋ 次的鸟巢位置；若
ｅｋ ＋１ 小于 ｅｋ，则保留第 ｋ ＋ １次训练的鸟巢位置，从而

寻到当代最佳鸟巢位置 Ｗｎｅｗ；
（５） 若随机数 ｒ ＞ Ｐａ，则舍弃这组鸟巢的位置，

建造新鸟巢的位置和路径，更新方式采用偏好随机

游动方式。 通过小波神经网络计算预测误差，与第

４） 步中较佳鸟巢位置 Ｗｎｅｗ 中的各预测误差进行对

比，预测误差较小的鸟巢位置则代替预测误差较大

的鸟巢位置，从而得到当代更优鸟巢位置 Ｗ′ｎｅｗ；
（６）Ｗ′ｎｅｗ 中的最优鸟巢位置标记为 Ｗｂｅｓｔ，若没

有达到迭代次数或者预测精度，则返回第 ４） 步继续

寻优，反之输出当前 Ｗｂｅｓｔ；
（７） 将最终确定的 Ｗｂｅｓｔ 分别拆分为各连接权
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值、小波基函数的伸缩因子和平移因子。 将处理过

的数据导入小波神经网络并进行网络训练，当满足条

件时，停止网络训练，保存此时的各项参数值。 训练

结束的条件为：达到最大迭代次数或达到预测精度；
（８） 输入测试数据，进行实际交通流量预测。

将预测的交通流量结果与实际交通流量进行对比，
计算各评价指标值。
３　 仿真实验与分析

３．１　 实验仿真介绍

实验硬件平台为四核第七代酷睿 ｉ７ 处理器，
８ＧＢ ＤＤＲ４ 内存，软件环境为 ＭＡＴＬＡＢ Ｒ２０１４ｂ。 实

验数据选用美国加利福利亚州圣华金县斯托克顿某

车道车流量数据，记录时间为 ２０１１ 年 ４ 月 ４ 日至

２０１１ 年 ４ 月 １５ 日共 １０ 个工作日、时间间隔为 １５ 分

钟一组的交通流数据集。
在预测模型中各项连接权值学习速率为 ０．０１、

小波函数的平移因子和伸缩因子学习速率为

０．００１５、动量因子为 ０．４、鸟巢数为 ２０、Ｐａ 采用指数

递减的方式动态调整、步长采用线性递减的策略。
为了分析本文提出的预测模型，选用 ４ 种评价

指标对预测结果进行分析，分别为平均绝对百分比

误差 （ＭＡＰＥ）、平均绝对误差 （ＭＡＥ）、均等系数

（ＥＣ）和均方根误差（ＲＭＳＥ）。
平均绝对百分比误差（ＭＡＰＥ）计算公式（２５）：

ＭＡＰＥ ＝ １
Ｎ∑ ｔ

Ｙｐ（ ｔ） － Ｙｒ（ ｔ）
Ｙｒ（ ｔ）

× １００％，（２５）

平均绝对误差计（ＭＡＥ）算公式（２６）：

ＭＡＥ ＝ ∑ ｔ
Ｙｐ（ ｔ） － Ｙｒ（ ｔ） ／ Ｎ， （２６）

均等系数（ＥＣ）计算公式（２７）：

ＥＣ ＝ １ －
∑ ｔ

（Ｙｐ（ ｔ） － Ｙｒ（ ｔ）） ２

∑ ｔ
（Ｙｐ（ ｔ）） ２ ＋ ∑ ｔ

（Ｙｒ（ ｔ）） ２
， （２７）

均方根误差（ＲＭＳＥ）计算公式（２８）：

ＲＭＳＥ ＝ ∑ ｔ
（Ｙｐ（ ｔ） － Ｙｒ（ ｔ）） ２ ／ Ｎ ． （２８）

　 　 公式（２５） ～ （２８）中， Ｙｐ（ ｔ） 表示 ｔ时刻网络预测

值，Ｙｒ（ ｔ） 表示 ｔ 时刻实际交通流量值， Ｎ 表示预测

数据样本数量组数。 为了验证本文提出算法的预测

效果，选用 ＰＳＯ－ＷＮＮ 算法、ＧＡ－ＷＮＮ 算法、ＣＳ －
ＢＰＮＮ 算法、ＣＳ－ＷＮＮ 算法和本文提出的算法进行

交通流量预测结果比较，结果如表 １ 所示。
３．２　 预测结果分析

由表 １ 可知，本文提出算法的 ＭＡＰＥ 为 ５．
７７３７％，平均绝对误差 ＭＡＥ 为 １０．５２１３，均方根误差

ＲＭＳＥ 为 １２．８４６６，这 ３ 个评价指标值均低于 ＣＳ－
ＷＮＮ 算法、ＰＳＯ－ＷＮＮ 算法、ＧＡ－ＷＮＮ 算法和 ＣＳ－
ＢＰＮＮ 算法所对应的各项评价指标值。 因此，本文

提出的模型具有更高的预测精度。
表 １　 不同模型评价指标比较

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 ＭＡＰＥ ／ ％ ＭＡＥ ＲＭＳＥ ＥＣ

ＩＣＳ－ＷＮＮ ５．７７３ ７ １０．５２１ ３ １２．８４６ ６ ０．９７３ ８６

ＣＳ－ＷＮＮ ６．５９８ ５ １１．２０１ ７ １４．４５６ ６ ０．９７０ ７７

ＰＳＯ－ＷＮＮ ７．３０６ ６ １２．１８３ ０ １５．３０５ ０ ０．９６９ １３

ＧＡ－ＷＮＮ ７．８５０ ５ １３．０５５ ９ １６．１３１ ３ ０．９６７ ４７

ＣＳ－ＢＰＮＮ ８．８９８ ５ １３．８８９ ０ １７．４０４ １ ０．９６５ ０３

　 　 表中几种算法的均等系数（拟合度）都在 ０．９５
以上，拟合度越高表示预测效果越好，因此利用这几

种算法预测结果都是比较有意义的。 本文提出算法

的拟合度为 ０．９７３８６，在几种预测算法中拟合度值最

高，说明本文提出的算法预测效果优于其他几种主

流预测算法。
图 ４ 和图 ５ 为几种模型交通流量预测结果比较

图，其中，图 ５ 是图 ４ 仿真结果的局部放大图。 由图

４、图 ５ 可以看出，本文提出预测模型的预测结果相

对于另外 ４ 种模型的预测结果来说，偏离程度较小。
结合表 １、图 ４ 和图 ５ 来看，本文提出的预测算法具

有更高的精确度和拟合度。
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图 ４　 各模型交通流量预测结果图

Ｆｉｇ． ４　 Ｔｒａｆｆｉｃ ｆｌｏｗ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｖａｒｉｏｕｓ ｍｏｄｅｌｓ

　 图 ６ 为 ＣＳ－ＷＮＮ 算法和 ＩＣＳ－ＷＮＮ 算法预测结果

对比图，从图中可以看出 ＩＣＳ－ＷＮＮ 算法预测结果

和 ＣＳ－ＷＮＮ 算法的预测结果走势相似，但整体上

ＩＣＳ－ ＷＮＮ 的预测更贴近实际车流量走势。 从表 １
中也可以看出，相对于 ＣＳ－ＷＮＮ 算法，ＩＣＳ－ＷＮＮ 算

法的平均绝对百分比误差降低了 ０．８２４ ８％，平均绝

对误差降低了 ０．６８０ ４，均方根误差降低了 １．６１。 结
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合表 １ 与图 ６ 来看，本文提出的算法优于 ＣＳ－ＷＮＮ
算法。
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图 ５　 各模型交通流量预测结果局部图
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图 ６　 ＣＳ－ＷＮＮ 和 ＩＣＳ－ＷＮＮ 预测结果图

Ｆｉｇ． ６　 ＣＳ－ＷＮＮ ａｎｄ ＩＣＳ－ＷＮＮ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

　 　 图 ７ 是实际交通流量与本文提出的预测模型预

测的交通流量结果图，从图中可以看出，除个别时间

点外，本文提出的模型预测结果比较贴近实际交通

车流量走势。
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图 ７　 实际车流量与 ＩＣＳ－ＷＮＮ 预测结果图
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４　 结束语

利用自调整步长和发现概率优化布谷鸟搜索算

法，克服了布谷鸟搜索算法在后期精度不高和搜索

速度慢等缺点；再利用改进的 ＣＳ 算法初始化小波

神经网络的各连接权值与小波函数的伸缩因子和平

移因子，使神经网络不容易陷入局部极小值；其次在

小波神经网络训练的时候，加入动量因子避免网络

训练时发生震荡，从而构建了 ＩＣＳ－ＷＮＮ 预测模型。
对比几种预测算法的各项评价指标值，验证了本文

提出的预测模型具有更高的预测精度和更好的拟合

能力。 交通流量特别容易受到外界环境的影响，下
一步工作将考虑更多输入参数的预测算法研究，进
一步提高交通流量的预测精度。
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