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数据驱动的属性值分类法及其在属性泛化中的应用

钱卓昊

（西安石油大学 计算机学院， 西安 ７１００６５）

摘　 要： 现实中基于树型层次结构的属性值分类是普遍存在的，反映这种树型层次结构的属性值分类法（Ａｔｔｒｉｂｕｔｅ Ｖａｌｕｅ Ｔａｘ⁃
ｏｎｏｍｙ，ＡＶＴ）已被证明对数据的泛化上是有效的。 部分数据集已具备相关专家提供的 ＡＶＴ，但大多数数据集不具备人为提

供的 ＡＶＴ。 为此，本文提出一种 ＶＤＭ－ＡＶＴ 学习器，即一种依据数据自动构造 ＡＶＴ 的方法；为了评价所构造 ＡＶＴ 的质量，基
于 ＶＤＭ－ＡＶＴ 学习器提出了 ＶＤＭ－ＡＶＴ－ＡＧＲ 模型。 ＶＤＭ－ＡＶＴ 学习器基于 ＶＤＭ 距离，利用层次聚类将属性值抽象为树

型层次结构，ＶＤＭ－ＡＶＴ－ＡＧＲ 模型利用 ＶＤＭ－ＡＶＴ 学习器得到的 ＡＶＴ 对数据进行属性泛化约简。 实验表明，利用 ＶＤＭ－
ＡＶＴ－ＡＧＲＤ 模型处理后的数据集相比原始数据集具有更好的分类性能和泛化能力。 由此也可以证明 ＶＤＭ－ＡＶＴ 学习器得

出的 ＡＶＴ 是有效的。
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０　 引　 言

现实生活中，属性值分类（ＡＶＴ）又称层次属性

值（ Ｈｉｅｒａｒｃｈｉｃａｌ Ａｔｔｒｉｂｕｔｅ Ｖａｌｕｅ），是广泛存在的，如
时间属性上日、月、季、年等具有层次特征的属性

值［１］。 可以利用概念层次将原始基础数据抽象到

不同层次，实现数据泛化。 同时，基于多层次 （
Ｍｕｌｔｉｐｌｅ Ｌｅｖｅｌｓ）数据挖掘，可能会从较高层次数据

中发现更普遍或更重要的知识，且获取的规则也更

易于理解［２］。 数据集中 ＡＶＴ 树型结构可由相关领

域专家提供，也可根据训练集自动构建而成。
具有层次结构的数据已被广泛应用，Ｈａｎ 等提

出了一种利用概念分类法和自顶向下递进深化方法

在不同层次上寻找概念之间的关联规则的算法

ＸＬＴ２Ｌ１［３］；如 Ｈｏｎｇ 等基于粗糙集理论提出一种获

取跨层次确定性规则和可能性规则的方法［４］；研究

了具有层次结构的模糊粗糙集［５］；Ｆｅｎｇ 等利用层次

结构提出一种自上向下的挖掘层次决策规则的方

法［６］。
虽然 ＡＶＴ 的有效性已被证明，但针对构建 ＡＶＴ

的研究还比较少。 涉及 ＡＶＴ 时，大多是基于相关专

家意见所构建的 ＡＶＴ，这使得 ＡＶＴ 具有主观成分，
且在研究高维度数据时其准确度降低。 在已有的从

数据中构建 ＡＶＴ 研究中，都是将 ＡＶＴ 直接与分类

模型综合在一起来处理数据，而没有进行属性泛化

约简，这使得处理后的数据依旧可以进一步泛化。
如 ＡＶＴ－ＮＢＬ 模型，在构建 ＡＶＴ 时如何度量属性值

间的相似关系目前也没有最佳标准，用 ＪＳ 散度来度



量［１］。 为了研究 ＡＶＴ 在离散属性中的应用，本文采

用 ＶＤＭ 距离来度量。
本文利用 ＶＤＭ 度量样本属性值间的距离，进

而利用层次聚类设计了一种依据数据自动构建

ＡＶＴ 的 ＶＤＭ－ＡＶＴ 学习器。 为了验证这种学习器

的有效性，本文构建了 ＶＤＭ－ＡＶＴ－ＡＧＲ 模型，该模

型在处理数据集时，会基于 ＶＤＭ－ＡＶＴ 学习器对数

据构建的 ＡＶＴ 层次模型来进行属性泛化约简，使得

数据集在属性个数和属性域两个层面实现降维。

１　 基本概念

１．１　 决策表

决策表（ 也可称为决策信息系统） 是一个四元

组 Ｓ ＝ （Ｕ，Ｃ ∪ Ｄ，Ｖ， ｆ ）， 其中 Ｕ 是非空有限对象

集，称为论域； Ｃ ∪ Ｄ 是非空有限属性集； Ｃ 为条件

属性集； Ｄ ＝ ｛ｄ｝ 为决策属性集，且 Ｃ ∩ Ｄ ＝ ∅；Ｖ
＝ ∪

ａ∈Ｃ∪Ｄ
Ｖａ，Ｖａ 为属性 ａ 的值域； ｆ：Ｕ × Ａ → Ｖ 为信息

函数［７］。
１．２　 属性值分类法（Ａｔｔｒｉｂｕｔｅ ｖａｌｕｅ ｔａｘｏｎｏｍｙ）

ＶＤＭ－ＡＶＴ 学习器所构建的 ＡＶＴ 中， Ｖａ 是包含

属性 ａ 的所有初始值的有限集，属性 ａ 的属性值分

类 ＡＶＴ（ａ） 是基于 Ｖａ 内元素间的相似性构建的一

种树形概念层次结构。
ＡＶＴｓ（Ｃ） ＝ ｛ＡＶＴ（ａ１），ＡＶＴ（ａ２），．．．，ＡＶＴ（ａｍ）｝

是关于 Ｃ ＝ ｛ａ１，ａ２，．．．，ａｍ｝ 的属性值分类集合。
ＡＶＴ（ａ） 中，叶节点相当于属性 ａ在原始数据中的初

始属性值。 内部节点代表其相应子节点的泛化属性

值，树上的每段弧代表了相邻且不同层次属性值之

间的粗化或细化关系。 令 Ｌｅａｆ（ａ） 代表 ＡＶＴ（ａ） 的

叶节点， Ｒｏｏｔ（ａ） 代表其根节点， Ｎｏｄｅ（ａ） 代表

ＡＶＴ（ａ） 的所有节点，内部节点（除叶节点以外的节

点）相当于属性 ａ 的泛化值。 Ｃｈｉｌｄ（ｖ，ａ） 是属性值 ｖ
在 ＡＶＴ（ａ） 中的所有子节点集合， Ｄｅｐｔｈ（ａ） 是

ＡＶＴ（ａ） 中从根节点到叶节点的最大路径长度。 如

图 １ 为本文利用 ＶＤＭ－ＡＶＴ 学习器处理 ＵＣＩ 数据集

Ｃａｒ Ｅｖａｌｕａｔｉｏｎ 的 ｍａｉｎｔ 属性得到的 ＡＶＴ（ｍａｉｎｔ）。
其中：

Ｌｅａｆ（ｍａｉｎｔ） ＝ ｛ｖｈｉｇｈ，ｈｉｇｈ，ｍｅｄ，ｌｏｗ｝；
Ｒｏｏｔ（ｍａｉｎｔ） ＝ ｛ｖｈｉｇｈ ＋ ｈｉｇｈ ＋ ｍｅｄ ＋ ｌｏｗ｝；
Ｎｏｄｅ（ｍａｉｎｔ） ＝ ｛ｖｈｉｇｈ，ｈｉｇｈ，ｍｅｄ，ｌｏｗ，ｖｈｉｇｈ ＋ ｈｉｇｈ，
ｍｅｄ ＋ ｌｏｗ，ｖｈｉｇｈ ＋ ｈｉｇｈ ＋ ｍｅｄ ＋ ｌｏｗ｝；
Ｃｈｉｌｄ（ｍｅｄ ＋ ｌｏｗ，ｍａｉｎｔ） ＝ ｛ｍｅｄ，ｌｏｗ｝；
Ｄｅｐｔｈ（ｍａｉｎｔ） ＝ ３．

１．３　 层次聚类

ＡＶＴ 的构建可看作一个层次聚类的过程。 层

次聚类法（ｈｉｅｒａｒｃｈｉｃａｌ ｍｅｔｈｏｄｓ） 是递归地对数据对

象进行合并或者分裂，直到某种终止条件满足为止。
根据层次的分解的方式，具体又可分为“自底向上”
和“自顶向下”两种方案。 在“自底向上”方法当中，
初始时将每个对象作为单独的一个聚类，相继地合

并相互邻近的聚类，合并一次之后，聚类总数减一，
直到所有的聚类合并成一个聚类或是满足一个终止

条件［８－９］。
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图 １　 ＡＶＴ（ｍａｉｎｔ）
Ｆｉｇ． １　 ＡＶＴ（ｍａｉｎｔ）

　 　 ＶＤＭ－ＡＶＴ 学习器采用“自底向上”的层次聚类

思路对属性不断进行抽象。 先计算样本之间的距

离，每次将距离最近的点合并到同一个类；再计算类

与类之间的距离，将距离最近的类合并为一个大类；
不停的合并，直到合成了一个类。 最短距离法是将

类与类的距离定义为类与类之间样本的最短距

离［１０］。 而 ＶＤＭ－ＡＶＴ 学习器将 ＶＤＭ 作为距离度

量，同时每次选择距离最短的类进行合并。
１．４　 ＶＤＭ（Ｖａｌｕｅ Ｄｉｆｆｅｒｅｎｃｅ Ｍｅｔｒｉｃ）

现实生活中存在许多类似交通工具（火车，汽
车）这样的无序属性，本文主要针对这类型数据进

行研究，ＶＤＭ 距离在处理离散属性时的有效性已经

被广泛验证，比如 Ｚｈａｎｇ 等在处理异构数据的离散

部分时使用 ＶＤＭ 距离度量数据相似程度［１１］。 本文

亦选择将 ＶＤＭ 作为层次聚类的距离定义。
令 ｍｕ，ｘ 表示属性 ｕ 上取值为 ｘ 的样本数； ｍｕ，ｘ，ｉ

表示在第 ｉ 个样本簇中在属性 ｕ 上取值为 ｘ 的样本

数； ｋ 为样本簇数，则属性 ｕ 上两个离散值 ｘ 与 ｙ 之

间的 ＶＤＭ 距离为式（１）：

　 　 ＶＤＭｐ（ｘ，ｙ） ＝ ∑
ｋ

ｉ ＝ １

ｍｕ，ｘ，ｉ

ｍｕ，ｘ

－
ｍｕ，ｙ，ｉ

ｍｕ，ｙ

ｐ

． （１）

其中， ｉ 簇在决策表中对应决策属性的属性值，
ｉ 簇所包含的对象即是决策属性值为 ｉ 的对象； ｋ 为

决策属性的属性值种类数；则可计算属性 ｕ 上两个

离散值 ｘ 与 ｙ 之间的 ＶＤＭ 距离。
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１．５ 局部分割

对于属性 ａ 的属性值分类 ＡＶＴ（ａ） ，其局部分

割 γ 定义为 Ｎｏｄｅ（ａ） 的子集，且 γ 满足以下性质：
（１）对于任意 ｐ ∈ Ｌｅａｆ（ａ） ，则 ｐ ∈ γ ，否则，存

在 ｑ ∈ γ ， ｐ 是 ｑ 的祖先；
（２）对于 γ 中任意二个结点 ｐ 和 ｑ ， ｐ 既不是 ｑ

的祖先，也不是 ｑ 的后代［７］。
对于属性 ａ 中任何给定的一个局部分割 γ ，其

抽象属性值域形成一个较低层次局部分割中属性值

的一个划分，也给出属性 ａ 的所有初始值的一个划

分。 局部分割将一个属性 ａ 的不同初始值抽象到不

同层次，形成该属性在其概念层次 ＡＶＴ（ａ） 上不同

层次的值域［１２］。
１．６　 属性泛化约简

属性约简可有效降低单尺度数据的维度，但其只

能减少属性的数量，不适用于具有层次结构的属性。
属性泛化可以利用属性值分类法（ＡＶＴｓ）将原

始属性的属性值转换为更粗的粒度。 具体来讲，即
在 ＡＶＴ 中查找一个局部分割，使得在用这个分割所

包含属性域来代替原始数据属性域后，数据集所包

含的信息量并未改变。 以信息量不变为前提，在
ＡＶＴ 中查找尽可能粗的分割，就可以使数据集在分

类能力不变弱的同时，属性泛化程度最大化。 如基

于香农熵提出了一种属性泛化约简算法 ＡＧＲ －
ＳＣＥ［７］。

２　 ＶＤＭ－ＡＶＴ 学习器及其评估

２．１　 ＶＤＭ－ＡＶＴ 学习器实现方法

ＶＤＭ－ＡＶＴ 学习器对决策表的每个条件属性分

别构造 ＡＶＴ，最后得到一个由各个条件属性树形层

次结构组成的 ＡＶＴ 集合。 单个属性 ＡＶＴ 的构建可

以看作是一个层次聚类过程，层次聚类的实现可分

为“自底向上”和“自顶向下”两种方案，由于 ＶＤＭ－
ＡＶＴ 学习器所研究的决策表一般是给出属性的初

始属性值，也即属性值分类的叶子节点，ＡＶＴ 的其

它内部节点均为未知，因此选择“自底向上”方案作

为 ＶＤＭ－ＡＶＴ 学习器构造 ＡＶＴ 的方法。 ＶＤＭ－ＡＶＴ
学习器在构造单个条件属性 ＡＶＴ 时，先将该条件属

性的原始值域中的元素作为叶子节点，然后分别计

算各个叶子节点两两间的 ＶＤＭ 距离，得出各叶子

节点的概率分布，ＶＤＭ 距离越小，表明对应的两个

叶子节点的概率分布越相似，即对应叶子节点的相

似性越大，因此将所有叶子节点中 ＶＤＭ 距离最小

的两个抽象为一个内部节点，这个内部节点是所抽

象节点的父节点，再在新的节点集合中找出 ＶＤＭ
距离最小的两个节点抽象为一个新的内部节点，重
复此步骤直到所有叶子节点被抽象到只剩一个节

点，此节点即为 ＡＶＴ 的根节点，由此得出该条件属

性的树形层次结构。 具体构造过程见 ＶＤＭ－ＡＶＴ 学

习器实现算法。
ＶＤＭ－ＡＶＴ 学习器实现算法：
Ｓｔｅｐ １　 输入：决策表 Ｓ ＝ （Ｕ，Ｃ ∪ Ｄ，Ｖ， ｆ）， 其

中， Ｃ 为条件属性集， Ｄ 为决策属性集；
Ｓｔｅｐ ２ 　 遍历所有条件属性，并对当前遍历到

的属性 Ａｉ 做 Ｓｔｅｐ ３ 至 Ｓｔｅｐ ８ 处理；
Ｓｔｅｐ ３ 　 计算该属性下各类属性值相互间的

ＶＤＭ 距离，选取 ＶＤＭ 距离最小的 一对属性值 ｖｊ１ｉ 和

ｖｊ２ｉ ；
Ｓｔｅｐ ４　 将 ｖｊ１ｉ 和 ｖｊ２ｉ 合并为新的属性值 ｖｊ１＋ｊ２ｉ ，

ｖｊ１＋ｊ２ｉ 为 ｖｊ１ｉ 和 ｖｊ２ｉ 的父节点；
Ｓｔｅｐ ５　 更新数据，将 ｖｊ１ｉ 和 ｖｊ２ｉ 对应对象在 Ａｉ 属

性的值改为 ｖｊ１＋ｊ２ｉ ，方便后续 ＶＤＭ 计算；
Ｓｔｅｐ ６　 更新 Ａｉ 属性值种类，删除 ｖｊ１ｉ 和 ｖｊ２ｉ ，并

添加 ｖｊ１＋ｊ２ｉ ；
Ｓｔｅｐ ７ 如果此时 Ａｉ 的属性值种类数量不为 １，

从 Ｓｔｅｐ ３ 开始继续运行，否则运行 Ｓｔｅｐ ８；
Ｓｔｅｐ ８　 得到 Ａｉ 属性的 ＡＶＴ 层次树 Ｔｉ；
Ｓｔｅｐ ９　 输出： Ｔ ＝ ｛Ｔ１，Ｔ２，．．．，Ｔｎ｝。

２．２　 ＶＤＭ－ＡＶＴ 学习器的评估

ＶＤＭ－ＡＶＴ 学习器的功能仅仅是构造出数据的

树形层次结构，很难直接去评估所构建层次结构的

好坏，但如果将 ＡＶＴ 用于数据的泛化约简，所构造

的 ＡＶＴ 会直接影响泛化约简的结果，泛化约简结果

的好坏也就反映了所构建 ＡＶＴ 的有效性。 也即如

果 ＡＶＴ 构造不合理，泛化约简的结果也很可能不合

理，甚至导致出现数据不存在泛化约简的情况，用分

类器对这样的泛化约简处理后的数据进行分类和规

则提取，得出的分类准确率与用原始数据分类得到

的分类结果相比是更低的，所提取的规则与从原始

数据提取的规则相比也会更不合理或者所提取规则

的数量不会减少；相反如果 ＡＶＴ 构造合理，基于此

进行泛化约简后的数据的分类性能相比原始数据会

更好，所提取规则也具有更好的泛化性，具体量化表

现为所提取规则的数量更少。 为了评估 ＶＤＭ－ＡＶＴ
学习器的有效性，将 ＶＤＭ－ＡＶＴ 学习器所构建的

ＡＶＴ 应用到泛化约简中，基于此提出 ＶＤＭ－ＡＶＴ－
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ＡＧＲ 模型。
ＡＧＲ 代表属性泛化约简，相关研究已有很多，

ＡＧＲ－ＳＣＥ 算法对数据集进行泛化约简，并用仿真

实验验证了算法效果，证明了 ＡＧＲ－ＳＣＥ 算法可以

实现数据条件属性的泛化约简，ＡＶＴ 是基于相关领

域知识构造的，具有主观性，且普适性不强［７］。
ＶＤＭ－ＡＶＴ－ＡＧＲ 模型将 ＡＧＲ－ＳＣＥ 算法中的 ＡＶＴ
改为利用 ＶＤＭ－ＡＶＴ 学习器构造，使得算法可以应

用于各种数据集而不需要学习相关领域知识。

３　 实　 验

通过对比利用 ＶＤＭ－ＡＶＴ－ＡＧＲ 模型处理后的

数据和原始数据的分类性能和所能提取的规则数，
来验证 ＶＤＭ－ＡＶＴ－ＡＧＲ 模型的有效性，进而证实

ＶＤＭ－ＡＶＴ 学习器的有效性。
从机器学习 ＵＣＩ 数据库中选取了 ４ 个数据集进

行研究，数据集中的非离散属性利用 ｓｐｓｓ 的分箱功

能做离散化处理，数据集中包含缺失值的对象做删

除处理。 利用 ＶＤＭ－ＡＶＴ－ＡＧＲ 模型对预处理后的

数据集进行泛化约简得出泛化约简后的数据 ＡＧＲＤ
（Ａｔｔｒｉｂｕｔｅ－ｇｅｎｅｒａｌｉｚａｔｉｏｎ ｒｅｄｕｃｅｄ ｄａｔａ）。 表 １ ～ 表 ４
描述了将各数据输入 ＶＤＭ－ＡＶＴ 学习器后，利用各

数据集生成的每个属性的 ＡＶＴ 层次深度。
表 １　 Ｂｒｅａｓｔ Ｃａｎｃｅｒ Ｗｉｓｃｏｎｓｉｎ （Ｏｒｉｇｉｎａｌ）属性描述

Ｔａｂ． １ 　 Ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｔｈｅ ａｔｔｒｉｂｕｔｅ ｏｆ Ｂｒｅａｓｔ Ｃａｎｃｅｒ Ｗｉｓｃｏｎｓｉｎ

（Ｏｒｉｇｉｎａｌ）

Ａｔｔｒｉｂｕｔｅ Ｄｉｓｔｉｎｃｔ Ｖａｌｕｅｓ Ｄｅｐｔｈ ｏｆ ＡＶＴ

Ａｔｔｒｉｂｕｔｅ１
Ａｔｔｒｉｂｕｔｅ２
Ａｔｔｒｉｂｕｔｅ３
Ａｔｔｒｉｂｕｔｅ４
Ａｔｔｒｉｂｕｔｅ５
Ａｔｔｒｉｂｕｔｅ６
Ａｔｔｒｉｂｕｔｅ７
Ａｔｔｒｉｂｕｔｅ８
Ａｔｔｒｉｂｕｔｅ９

１０
１０
１０
１０
１０
１０
１０
１０
９

６
５
７
６
７
６
６
７
７

表 ２　 Ｃａｒ Ｅｖａｌｕａｔｉｏｎ 属性描述

Ｔａｂ． ２　 Ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｔｈｅ ａｔｔｒｉｂｕｔｅ ｏｆ Ｃａｒ Ｅｖａｌｕａｔｉｏｎ

Ａｔｔｒｉｂｕｔｅ Ｄｉｓｔｉｎｃｔ Ｖａｌｕｅｓ Ｄｅｐｔｈ ｏｆ ＡＶＴ

Ａｔｔｒｉｂｕｔｅ１ ４ ３

Ａｔｔｒｉｂｕｔｅ２ ４ ３

Ａｔｔｒｉｂｕｔｅ３ ４ ４

Ａｔｔｒｉｂｕｔｅ４ ３ ３

Ａｔｔｒｉｂｕｔｅ５ ３ ３

Ａｔｔｒｉｂｕｔｅ６ ３ ３

表 ３　 Ｉｒｉｓ属性描述

Ｔａｂ． ３　 Ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｔｈｅ ａｔｔｒｉｂｕｔｅ ｏｆ Ｉｒｉｓ

Ａｔｔｒｉｂｕｔｅ Ｄｉｓｔｉｎｃｔ Ｖａｌｕｅｓ Ｄｅｐｔｈ ｏｆ ＡＶＴ

Ａｔｔｒｉｂｕｔｅ１ ８ ５

Ａｔｔｒｉｂｕｔｅ２ ５ ４

Ａｔｔｒｉｂｕｔｅ３ ６ ５

Ａｔｔｒｉｂｕｔｅ４ ５ ４

表 ４　 Ｗｉｎｅ 属性描述

Ｔａｂ． ４　 Ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｔｈｅ ａｔｔｒｉｂｕｔｅ ｏｆ Ｗｉｎｅ

Ａｔｔｒｉｂｕｔｅ Ｄｉｓｔｉｎｃｔ Ｖａｌｕｅｓ Ｄｅｐｔｈ ｏｆ ＡＶＴ

Ａｔｔｒｉｂｕｔｅ１ ８ ５

Ａｔｔｒｉｂｕｔｅ２ １１ ７

Ａｔｔｒｉｂｕｔｅ３ ５ ４

Ａｔｔｒｉｂｕｔｅ４ ５ ４

Ａｔｔｒｉｂｕｔｅ５ ９ ６

Ａｔｔｒｉｂｕｔｅ６ １０ ５

Ａｔｔｒｉｂｕｔｅ７ ５ ４

Ａｔｔｒｉｂｕｔｅ８ ６ ４

Ａｔｔｒｉｂｕｔｅ９ ６ ６

Ａｔｔｒｉｂｕｔｅ１０ ６ ６

Ａｔｔｒｉｂｕｔｅ１１ ７ ７

Ａｔｔｒｉｂｕｔｅ１２ ３ ３

Ａｔｔｒｉｂｕｔｅ１３ ８ ５

　 　 实验中，利用 Ｗｅｋａ 软件，使用其中 ６ 种分类模

型构建方法分别对各个数据集的 ＡＧＲＤ 和原始数

据集 ＯＤ（ｔｈｅ Ｏｒｉｇｉｎａｌ Ｄａｔａ）进行分类，６ 种模型分别

是：朴素贝叶斯分类器（ＮＢ）、增强算法（ＡＢ）、两种

决策树 （ Ｊ４８ 和 ＮＢＴ） 和两种基于规则的分类器

（ＰＡＲＴ 和 Ｐｒｉｓｍ），所有分类器都使用 Ｗｅｋａ 默认参

数进行训练。 最后通过十字交叉验证，即将实验数

据随机分成 １０ 组，依次将其中的 ９ 组作为训练集，
剩余的 １ 组作为测试集，最后将 １０ 次实验结果的

均值作为最终的验证结果，获得分类精度。 同时利

用 Ｊ４８、ＮＢＴ、ＰＡＲＴ、Ｐｒｉｓｍ４ 种模型得出所提取的规

则数目。
分类准确率反映了正确分类的实例数量占总实

例数量的百分比，准确率越大分类性能越好。 图 ２
描述了各数据集在几种分类器下 ＡＧＲＤ 和 ＯＤ 的分

类准确率比较，从中可以得出，ＡＧＲＤ 的分类性能是

高于 ＯＤ 的。
　 　 规则数量决定了模型的复杂度，图 ３ 描述了各

数据集分别在几种模型下可提取出的规则数量，可
以看出从 ＡＧＲＤ 中提取的规则数量总体上明显少

于 ＯＤ，同时 ＡＧＲＤ 的分类性能更好，因此其提取的
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规则可靠性也更大。
　 　 通过以上实验分析，可以看出将 ＶＤＭ－ＡＶＴ－
ＡＧＲ 模型用于层次泛化约简可以有效提高数据分

类性能，可以使数据在属性数量和属性值数量方面

都变得更加简洁，从而实现更好的分类性能，提取出

更可靠的分类规则。
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图 ２　 ＡＧＲＤ 与 ＯＤ 分类准确率对比
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图 ３　 ＡＧＲＤ 与 ＯＤ 提取规则数对比
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